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RESUMO

Redes Neurais Artificiais tém sido utilizadas nos mais diversos campos do
conhecimento para auxiliar na solucdo eficiente de problemas complexos e
que, muitas vezes, processam grande volume de dados. Uma aplicacdo de
sucesso € a previsdo da vazao de um rio, utilizado para controle de
reservatorios e barragens de agua, bem como para alerta de enchente. A
previsdo de nivel de rio também pode ser utilizada para esse alerta ou para
conhecer o comportamento desse rio no futuro. Este trabalho de Dissertacéo
de Mestrado propde uma metodologia para realizar previsdes de nivel do rio
Paraguai utilizando uma Rede Neural Artificial do tipo LVQ — Learning Vector
Quantization. Os resultados dos estudos mostraram a capacidade da rede
LVQ na previsao do nivel do rio, gerando erros de 0% em alguns experimentos,
utilizando um modelo gerado a partir dos dados observados e medidos.
Portanto, o método proposto nesta dissertacdo apresenta-se como uma
alternativa viavel e de facil calibracdo para a geracao de alarmes em épocas de
“cheia” ou de “vazante”.






USING LEARNING VECTOR QUANTIZATION NEURAL NETWORK TO
PARAGUAY RIVER LEVEL PREDICTION

ABSTRACT

Artificial Neural Networks have been used in a variety of applications to assist in
the solution of complex problems that need to process huge volumes of data. A
successful application is the forecast of the outflow of a river, used to control
reservoirs and water barrages, as well as for flooding alerts. The forecasting of
a river level can also be used to know its future behavior. This dissertation
proposes a methodology to carry out forecasts of the level of the Paraguay
River, using a Learning Vector Quantization Artificial Neural Network (LVQ).
The results of the studies showed the capacity of the LVQ to forecast the level
of the river. Some experiments, using a model derived from observed and
measured data, got 0% errors. Thus, the method proposed in this work is a
viable alternative and easy to calibrate that can be used to generate alarms at
flooding or low level phenomena.
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1 INTRODUCAO

Uma das riquezas naturais que o Brasil possui € o imenso patrimoénio hidrico,
lembrado normalmente pelo Rio Amazonas e sua bacia de alcance quase
continental. Nao podemos esquecer, entretanto, as outras bacias fluviais
formadas por malhas de rios, riachos e cursos de agua que beneficiam a
populacdo brasileira como fonte para consumo humano, suprimento para
agricultura, indastria e até para transportes e integracdo regional. Esse
reconhecimento da importancia da agua percebe-se através da criacdo da
Agencia Nacional de Aguas (ANA) (Lei n°. 9984 de 17/07/2000), que tem como
missao regular o uso correto das aguas dos rios e lagos, de forma sustentada,
para evitar poluicdo e desperdicio. O Ministério dos Transportes também da
muita importancia as aguas, como meio de transporte, através de uma entidade
vinculada, a Agéncia Nacional de Transportes Aquaviarios (ANTAQ), que trata

dos transportes hidroviarios maritimos e fluviais.

O Transporte Hidroviario permite escoar grande volume de carga com custos
competitivos, isto é, a relacdo custo por tonelada transportada € a mais baixa
entre outras formas de transporte (rodoviario, ferroviario e aéreo), além de ser
baixo também o custo de implantacdo por km de transporte, principalmente o
fluvial, que aproveita os caminhos naturais dos cursos de agua como rios e

lagos.

Portanto, conhecer o comportamento de um rio, seus periodos de cheia e de
seca (ou vazante), é importante para o transporte de cargas e passageiros por
hidrovias, e traz ainda beneficios em muitos aspectos, pois ajuda no
planejamento e manuseio de recursos sociais, incrementa a economia e
beneficia a populagcdo. Permite, por exemplo, manusear rebanhos, salvar
equipamentos e deslocar familias que estejam em &reas sob risco de

enchentes ou preparar-se para periodos de estiagem mais significativos, muito
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importante para o transporte fluvial por permitir prevenir-se dos baixos niveis de
agua do rio programando os trajetos e as cargas.

O controle e conhecimento total de um rio sdo impossiveis, porém a previsao
do comportamento dele € possivel, tornando-se uma informacdo muito
importante para a definicdo de politicas de utilizacdo e aproveitamento desse
rio, podendo gerar impactos soOcio-econdémicos. Pelo termo “previsdo do
comportamento do rio”, entende-se a estimativa do nivel ou da vazao que o rio
podera atingir em um determinado periodo de tempo. Atualmente existem
varios métodos e processos que permitem realizar a previsdo da vazao de um
rio. Vazao significa o volume de dgua que passa em uma sec¢do do rio em certo
periodo de tempo. Se essa secao for constante € possivel saber a area e,

portanto, o nivel que a agua podera atingir.

Segundo a Tabela de Modelos Utilizados no Gerenciamento dos Recursos
Hidricos de Tucci (1998), o modelo precipitacdo-vazdo permite a previsao da
vazao de uma bacia a partir da precipitacdo; e o modelo vazéo-vazao permite a
previsdo de cheias pelo céalculo da vazdo de uma sec¢ao a partir de um ponto a
montante. Ainda segundo a Tabela Relacdo entre as Areas e os Modelos Tucci
(1998), o modelo vaz&o-vazdo relaciona-se com area de Calamidades e o
modelo precipitacdo-vazao relaciona-se com a area de Transportes. Esta
dissertacdo trata de um modelo de previsao de nivel do rio Paraguai, utilizando

dados de uma série histérica com mais de 100 anos de medidas diarias.

Na literatura existem varios titulos sobre o tema “comportamento de um rio e
previsao da sua vazao”. Muller e Fill (2003), Kisi (2003), Atiya et al (1999), Li et
al (1998) e Phien, Danh & Gupta (1999), por exemplo, utilizaram Redes
Neurais Artificiais (RNA), enquanto que Nordemann (1998a, 1998b) e Olivo
(2004) utilizaram modelos estatisticos.

Muller e Fill (2003) utilizaram RNA, de tipo MLP com Backpropagation, em
problemas de vaz&o de um trecho do rio Iguacgu, entre Fluvidpolis e Unido da
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Vitoria, em sete eventos ocorridos nos anos de 1982, 1983, 1987, 1990, 1992,
1993 e 1995, com o tempo de ocorréncia estimado entre 5 e 100 anos. Essa
rede foi composta por 2 neurbnios na camada de entrada, 3 camadas
intermediarias com 8 neurbnios por camada e a camada de saida com um
neurdnio, além de experimentarem outras geometrias de rede de neurdnios. As
conclusdes foram que utilizando os eventos de 1982, 1983, 1987 e 1990 para
calibracdo e o restante para a verificacdo, os resultados foram satisfatorios e
animadores, com erros medios obtidos na faixa de 3% a 8%. Por fim,
concluiram também que, quanto maior e mais heterogéneo for o conjunto de

eventos para calibragao, melhor seriam os resultados obtidos.

Kisi (2003) discorreu em seu artigo sobre comparacdes numéricas e graficas
entre RNA e modelos de auto-regressao. Relatou sobre os valores de medidas
de previsdo de vazéao de rios utilizando medidas continuas de escoamento do
rio obtidas em periodos de 7 e 4 anos dos rios Blackwater e Gila, nos E.U.A, e
em um periodo de 2 anos de medidas de escoamento do Canal de Filyos da
Turquia. Demonstrou pelos resultados obtidos que a utilizacdo de RNA tende a

gerar resultados melhores que algoritmo de auto-regressao.

Atiya et al (1999) utilizaram RNA para o problema da previsdo do escoamento
do rio Nilo, no Egito. Séries Temporais foram utilizadas para verificar o
desempenho perante outros métodos de previsdao através de RNA. Fizeram
diversas comparacdes entre métodos diferentes para pré-processamento de
entradas e resultados; entre tipos de técnicas utilizadas para resolver
problemas de previsdo de periodos mais distantes e entre métodos de previsao
para um horizonte muito mais distante, com possibilidade de decompor o

problema em partes menores de previsao de k periodos adiante.

Phien, Danh & Gupta (1999) utilizaram RNA com Backpropagation em seu
artigo em que descreveram modelos utilizados para previsdo de vazdo em

duas bacias (Da Nhim e La Nga) situadas nos planaltos do Viethd em
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comparacdo a modelos de tanque. Nas conclusfes obtidas indicaram que
modelos de RNA com Backpropagation sdo capazes de prever a vazéao diaria
de um rio utilizando informac6es diarias de evaporacao e de chuvas. E quanto
maior for a area utilizada para obter as informac¢des, mais preciso sera a
previsdo. Também observaram que valores historicos de vazdo sao
importantes, como nos modelos de regresséo, e por fim, que a contribuicdo do

item evaporacao para ter uma previsdo mais precisa € muito pequena.

Li et al (1998) utilizaram também RNA com Backpropagation implementado no
aplicativo Stuttgart Neural Network Simulator (SNNS) desenvolvido pelo
Instituto para Sistemas Paralelos e Distribuidos de Alta Performance da
Universidade de Stuttgart. Conseguiram obter previsdes de nivel do rio
Paraguai com até 4 meses de antecedéncia e até 17% de erros, utilizando 274

valores médios mensais de niveis do rio Paraguai.

Nordemann (1995a) e (1995b) utilizou métodos matematicos como Analise de
Fourier e método de regresséo iterativa para obter séries temporais. Informou
gue o regime do Rio Paraguai era complexo e ndo estacionario, mesmo assim,
obteve resultados proveitosos que mostraram diversas periodicidades que
podiam, de certa forma, estarem relacionados com fendmenos geofisicos

globais.

Olivo (2004) em sua tese utilizou técnicas como regressdo mdltipla por
minimos quadrados e modelos auto-regressivos para propor um sistema de
alarme-resposta em tempo real. Esse alarme permite estimativas confiaveis
para que autoridades competentes tomem decisbes em relacdo as cheias de

um rio em uma secéo de interesse.

A maioria destes artigos referem-se a previsdes de vazado de um rio, ou seja, 0
volume de um rio em funcdo do tempo de modelos hidrolégicos do tipo

precipitacdo-vazdo. Para isso necessitam informagfes como dados de
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precipitacdo, taxas de evaporacao, tipo de solo e porosidade do solo, lencol
freatico, declividade, cobertura vegetal da regido, mata ciliar, velocidade da
agua, secao de um trecho do rio, entre muitas outras variaveis. Isso permite
uma previsdo mais completa e menos sujeita a variagcdes, porém a um custo
maior, pois ha a necessidade de conhecer essas variaveis, muitas vezes
complexas de se obter e de fusdo que exige poder computacional elevado
dependendo da quantidade disponivel. Além disso, essas varidveis podem
conter ruidos, falhas ou mesmo imprecisdes e/ou inconsisténcias dada a

diversidade de fontes de informacbes que os originam.

Portanto a possibilidade de se prever o nivel de um rio, sem a necessidade de
muitas informacdes além da observacdo da altura do rio, significa uma
facilidade da metodologia proposta nesta dissertacdo, em relacdo a outros

sistemas.

O objetivo deste trabalho € conceber um método simples e de facil calibracéo
para a previsao do nivel do rio Paraguai, através do desenvolvimento de uma
modelo baseado em uma RNA Learning Vector Quantization (LVQ) utilizando

seéries histdricas de nivel do rio Paraguai.

Um outro objetivo € tentar melhorar os resultados apresentados por Li et al
(1998) utilizando outro método de determinacdo e previsdo e que possa

introduzir maior precisao e ou facilidade de implementacgéo.

O LVQ é uma RNA de aprendizagem supervisionada e funciona como
classificador de padrées que podem existir nos dados utilizados no treinamento
da rede. Como a aprendizagem é supervisionada, a rede é treinada com auxilio

externo até atingir resultados satisfatorios de classificacao de padrées.
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Os padrbes, neste trabalho, serdo os proprios niveis de altura que o rio
Paraguai pode atingir, caracterizados através de intervalos. A previsao do nivel
seré feita com base em medidas observadas em uma janela de tempo em dias.
Essa é uma caracteristica importante da metodologia que propde a estimativa
do nivel do rio a partir do seu comportamento, oriundo da medi¢do do nivel em
uma sequéncia de dias anteriores, podendo ser em uma periodicidade de 2
dias, 3 dias, semanal, etc., dependendo da disponibilidade de dados.

As medidas podem ser realizadas visualmente ou por aparelhos
automatizados, através de uma rede de observacdo ou de apenas uma estagao
de medicdo em uma localidade, exigindo poucos recursos humano e

tecnoldgico especializados.

Este trabalho esta estruturado da seguinte forma: a Introducé@o é apresentada
no Capitulo 1. O Capitulo 2 apresenta a fundamentagdo teorica discorrendo
sobre Redes Neurais Artificiais e sobre Andlise de Séries Temporais. O
Capitulo 3 é dedicado as informacBes sobre os dados utilizados e
principalmente sobre a metodologia empregada na preparacao dos dados. No
Capitulo 4 os resultados das simulacdes e processamentos sao apresentados.
As conclusdes obtidas e sugestdes para trabalhos futuros sdo apresentadas no
Capitulo 5. O documento termina com a apresentacdo das Referéncias

Bibliograficas e os Anexos.
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2 FUNDAMENTOS TEORICOS

Neste Capitulo sdo descritos os fundamentos teoricos que norteiam esta
dissertacdo de Mestrado. Inicialmente sdo apresentados conceitos sobre redes
neurais artificiais, seguidas de breves discussdes sobre alguns tipos de redes
neurais, e enfatizando a rede LVQ. Em seguida é apresentada uma breve
discusséo sobre séries temporais. O Capitulo finaliza com alguns exemplos de
utilizacdo de redes neurais artificiais em hidrologia encontrados na literatura

recente.

2.1 Rede Neural Artificial

Segundo Fausett (1994), uma Rede Neural Artificial (RNA) € um sistema de
processamento de informacdes que tem algumas caracteristicas comuns com
sistemas neurolégicos biologicos. Os modelos de redes neurais foram
desenvolvidos como generalizagdes de modelos matematicos de cognicéo
humana ou tomando como base um modelo computacional do neurénio
biologico. As redes neurais artificiais, assim como existem, sdo sistemas
computacionais que podem simular o funcionamento ou o modo como o

cérebro humano processa as informacoes.

O cérebro € composto por bilhBes de células nervosas (neurbnios) que
possuem extensdes (axbnios) com ramificacbes (dendritos) nas pontas e
realizam conexdes (conexfes sindpticas) com outros neurbnios. Estas
conexfes ligam um neurbnio bioldégico a outros, formando uma rede com
milhdes de possibilidades de caminhos para as informacgbes, em
processamento, fluirem no nosso cérebro. A forma como s&o transmitidos os
sinais elétricos entre cada conexdo ndo sera explicado neste trabalho,

assumindo apenas que existe essa transmissao.
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Fazendo uma analogia superficial, o equivalente simplificado de um neurénio
biolégico (Figura 2.1 e Figura 2.2) é o neur6nio artificial (Figura 2.3), que € a
unidade de processamento basica de uma Rede Neural Atrtificial.

Conexdo Dendritos

sinaptica
LN
il axionio
Adbrio . Nucleo :
de outro = \
neurénio T . Corpu
axionio
a';l Dendritos
Figura 2.1 - llustracdo de um neurdnio Figura 2.2 - Esquema de um neurdnio
biologico biol6gico
Fonte: LNCC,
Entradas Camadas intermediarias
Camada de entrada ’,a.l— ' Camada de saida
& // \\. /7
e NN !
Saidas C )\\ 4 \ X/ {

Conexdes _ ~ i

Figura 2.3 - Esquema simplificado de um Figura 2.4 - Esquema simplificado de

neurénio artificial uma rede neural artificial

Em um processamento normal e simplificado de uma rede neural artificial, um
conjunto de informacBes € fornecido como entrada em uma camada de
neurénios artificiais. Cada entrada é repassada a outras camadas internas ou
intermediarias, onde é realizado o processamento (Figura 2.3). Este
processamento consiste em multiplicar o valor de cada entrada pelos valores
atribuidos a cada conexdo sinaptica do neurdnio artificial, valores esses
chamados de pesos sinapticos (Figura 2.5). Os resultados das multiplicactes
sdo somados gerando um unico valor, que é submetido a uma funcdo que

definird o nivel de ativacdo do neurbnio. O resultado da ativacdo € passado a
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outros neurdnios artificiais (Figura 2.4). Uma RNA, entédo, consiste basicamente
de conjuntos de nds ou neurdnios artificiais organizados em camadas existindo:
a camada de entrada, a camada de neurbnios de saida (que fornece os
resultados do processamento dos sinais pela rede) e um numero de camadas

intermediarias de neurdnios entre a camada de entrada e a camada de saida.

Unidfdg - Unidades de saida
entraca Unidades e Pn
— intermediarias
81 N ocultas e
\ / \_o; o Pnt
. 2
/'_"‘\ p?» y' Y (\ —g89 ’ B e
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Figura 2.5 - Rede neural artificial simples Figura 2.6 - Esquema de uma rede

neural artificial

O funcionamento de uma RNA ocorre em 2 fases: a fase de treinamento dos
neurbnios e a fase de aplicacdo, conforme Fausett (1994). Na fase de
treinamento a RNA é exposta a dados conhecidos na camada de entrada.
Dependo do tipo de RNA, também sdo apresentados dados de saida também
conhecidos. No processamento dos dados pela RNA, seus pesos sinapticos
sao alterados para adequarem-se aos dados apresentados, de acordo com o
objetivo de uso da RNA. Uma vez treinada, a RNA pode ser usada diretamente
na aplicacdo, em que dados da mesma natureza daqueles usados no
treinamento (mas ndo 0s mesmos), sdo apresentados a RNA que deve
apresentar desempenho semelhante ao obtido durante a fase de treinamento.
Este é o tipo de treinamento que é mais adequado para o método de previsdo

proposto nesta dissertacao.

31



2.2 Formas de Aprendizado

As formas (modos) mais usuais de treinamento (aprendizado) de uma rede
neural sdo: supervisionada e ndo supervisionada. No modo supervisionado a
rede neural artificial é alimentada, na entrada e na saida, por valores
conhecidos. As discrepancias entre os valores produzidos pela rede neural e
aqueles fornecidos como referéncias, sdo utilizadas para ajustar os pesos da
rede neural de forma que os resultados na saida sejam 0s mais préximos
possiveis dos dados esperados e conhecidos previamente. Assim, ao encerrar
esse processo, a rede neural estara treinada para ser utilizada com
informacOes desconhecidas, mas da mesma natureza daqueles usados no

treinamento.

No modo néo supervisionado o processo de aprendizado utiliza apenas dados
de entrada. O aprendizado ocorre pela adaptacdo dos pesos que buscam

caracteristicas estatisticas nos dados apresentados.

2.3 Tipos de RNA

Existem diferentes formas de arranjos de neurdnios que levam as diferentes
modelos de redes neurais. A seguir sdo apresentados alguns tipos, com énfase
no modelo de rede neural utilizada nesta dissertagéo.

2.3.1 Perceptron de Mdultiplas Camadas (MLP - Multi Layer Perceptron)

A MLP é a RNA que possui os neurdnios distribuidos em camadas. Assim,
alem da camada de entrada, a MLP possui a camada de neurbnios
intermediarios ocultos (podendo se uma ou mais camadas) e camada de
neurbnios de saida. Os neur6nios de entrada recebem os estimulos do meio
externo, os neurbnios de saida se comunicam com o exterior disponibilizando
0s resultados e o0s neurdnios intermediarios realizam transformacfes sobre os

dados apresentados na entrada da rede.
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Uma MLP tem alimentacdo “feedforward” em que o fluxo do processamento
dos dados ocorre desde a camada de entrada, prosseguindo pelas camadas
intermediarias, até a camada de saida. No ajuste dos pesos de uma MLP, o
fluxo é retro-alimentado, com o calculo dos ajustes dos pesos que depende do
erro na saida da rede e do calculo dos gradientes locais dos neurbnios em
cada camada. O algoritmo mais tradicional de treinamento de uma MLP é

denominado retro-propagacéao do erro (error backpropagation).

2.3.2 ART - Adaptive Resonance Theory ou Teoria de Ressonancia

Adaptativa

A rede neural ART foi desenvolvida por Stephen Grossberg em 1976 para
modelar a arquitetura auto-organizada baseada em comportamentos biolégicos
para reconhecimento de padrdes. A ART caracteriza-se pela capacidade de
criar novas classes se nenhuma classe existente ressoar com o padrao de
entrada apresentado a rede. Isto significa a habilidade de se manter o equilibrio
entre as propriedades de plasticidade e de estabilidade, preservando o
aprendizado ou o conhecimento anterior. A plasticidade é o estado em que 0s
parametros internos da rede podem ser modificados permitindo a capacidade
de criar novas classes de reconhecimento. A estabilidade define a capacidade
de adaptar ou agrupar os padrbes de entrada similares na mesma classe de
reconhecimento Beale e Jackson (1990).

As versdes mais conhecidas do modelo ART s&o: ART-1, que permite aprender
a classificar padroes de entrada binarios em ordem arbitraria; ART-2, que
aprende a classificar padrbes de entrada analégicos ou binarios; ART-3, que
permite busca paralela, ou teste de hipéteses, em cddigos com reconhecimento
distribuido; ARTMAP, que estabelece associacdo entre padrfes binarios de
entrada com binarios de saida; Fuzzy ART, que é uma generalizacdo da rede
ART1 e permite reconhecer padrbes analdgicos e binarios de forma mais
simples que a ART2 e Fuzzy ARTMAP que é uma adaptacdo da rede ARTMAP
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para utilizar padrdes analdgicos e binarios tanto na entrada como na saida,

conforme Balestrassi (2000).

A arquitetura de uma rede ART € composta por 2 camadas de neurdnios: uma
camada de entrada e comparacdo, e uma outra camada de saida e
reconhecimento. As camadas sao interconectadas, com uso de feedback da
camada de saida para a de entrada, e também entre os neurdnios laterais na
camada de saida. Existem ainda, os pesos dos vetores feedforward da camada
de entrada para a camada de saida. H4 também para cada camada um
controle de fluxo de dados entre as camadas para cada etapa do ciclo de
operacao, realizado por um controle I6gico através de sinais. Entre as camadas
de entrada e saida, existe também um mecanismo de reset e que tem a funcéo
principal de comparar as entradas por um mecanismo de verificacdo de

similaridades e decidir a criagdo de um novo padréo para a entrada Silva, 2005.

2.3.3 SOM - Self Organizing Map

SOM, também conhecido como Mapa de Kohonen, é uma RNA de
classificagdo de dados e tem aprendizado nao-supervisionado. O SOM foi
desenvolvido por Teuvo Kohonen na década de 1980. Os estados internos da
rede SOM se modificam para modelar as caracteristicas encontradas nos
dados de treinamento Beale e Jackson (1990). O objetivo de uma rede SOM é
transformar um padréo de entrada de dimensao qualquer em um mapa discreto
uni ou bidimensional, de forma adaptavel e topologicamente ordenada. Silva,
2005. Geralmente, uma implementacao de um SOM consiste em um arranjo de
neurbnios em duas dimensdes (largura e altura) compondo um mapa. Os
neurbnios sdo arranjados ou organizados em um Uunico plano. Todas as
entradas s&o conectadas aos neurdnios da rede. Cada neurdnio da rede
corresponde a uma saida. A realimentacdo das informacfes € limitada as
conexoes laterais dos neurdnios vizinhos. A Figura 2.7 apresenta um exemplo
de esquema do Mapa de Kohonen com as saidas em duas dimensdes
formadas por 4 neurdnios de largura e 4 neurdnios de altura, totalizando 16
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neurbnios. As entradas sao representadas na figura pelos conjuntos verticais,

em que cada entrada é composta por 6 elementos.

000000 <
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Figura 2.7 - Esquema do Mapa de Kohonen

O funcionamento do SOM busca encontrar os neurdnios que se correlacionam
ao maximo com as entradas de treinamento, melhorando a similaridade desses
neurbnios; e enquadrar as entradas na vizinhanca mais proxima desses
neurdnios. Esse processo exige uma fase de competicdo em que procura-se o
neurbnio que mais se aproxima do padrdo da entrada. Este neurdnio é
considerado como “vencedor” e os valores de seu vetor de pesos séo alterados
para melhorar a sensibilidade ao padrédo de entrada, assim como os de seus
vizinhos dentro de um raio. Como resultado, o algoritmo de aprendizado
organiza o0s neurbnios em vizinhangas locais que funcionam como
classificadores dos dados de entrada e gera um mapa topogréfico. Os
conjuntos de neurbnios organizados aleatoriamente na grade indicam a

existéncia de areas representativas no mapa auto-organizado.

Kohonen introduziu a idéia de vizinhanga topoldgica, como sendo uma area em
que seus limites ou fronteiras sao alterados dinamicamente indicando a
influéncia das modificacbes dos pesos dos nds vencedores. Inicialmente cada

neurdnio da SOM tem uma vizinhanca que pode corresponder a toda rede. A
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medida que ocorre o treinamento, o tamanho da vizinhanca é reduzido por um
valor predefinido até atingir um valor pré-estabelecido.

Portanto, o algoritmo de treinamento da SOM gera agrupamentos dos dados de
treinamento, e tanto a seqUéncia quanto o numero de agrupamentos
dependem do modo como os dados de treinamento sdo apresentados a SOM.
A atribuicdo de rotulos para identificar os agrupamentos obtidos no
treinamento, pode classificar dados desconhecidos inseridos na SOM. A

rotulacéo da classificacdo deve ser feita manualmente apds o treinamento.

No treinamento, os ajustes dos pesos sao realizados de acordo com uma taxa
de adaptacao ou de aprendizagem. Essa taxa de adaptagcéo, assim como o raio
de vizinhanca sédo reduzidos a cada ciclo, seguindo alguma funcédo de

decremento.

O fim do treinamento ocorre quando € atingido algum parametro de finalizagédo
previamente estabelecido, que pode ser, por exemplo, 0 numero de ciclos de
processamento, o tempo de execucado, o tamanho do raio de vizinhanca ou o

valor da taxa de aprendizagem.

A Figura 2.8 apresenta um exemplo simples de algoritmo para treinamento de
uma SOM baseado no algoritmo de Fausett (1994). Destaca-se o célculo da
Distancia Euclidiana para se obter o neurbnio vencedor no processo
competitivo e também o calculo utilizado para atualizar os valores do vetor
peso desse neurbnio e dos que pertencem a area de influéncia da sua

vizinhanca.
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2.3.4 LVQ - Learning Vector Quantization

A Learning Vector Quantization (LVQ) Kohonen (1989a, 1990a) é um método
de classificacdo de padrdes, segundo Fausett (1994), que utiliza uma rede de
camada Unica de neurdnios artificiais posicionadas em duas ou mais
dimensdes para classificar as informacdes apresentadas em padrbes ou
classes distintas que existam. A LVQ utliza aprendizagem do tipo
supervisionado utilizando um conjunto de dados de entrada com padrdes
conhecidos Silva, 2005.

Na rede LVQ cada vetor de entrada é apresentado a todos os neurdnios. Um
processamento de comparagcdo € realizado em cada neurbnio gerando um
resultado. Os resultados de todos os neurbnios sdo apresentados em uma
camada Unica destes neurbnios, em que cada neurdnio representa uma classe

ou padrao das informagdes utilizadas no treinamento.

Figura 2.9 - Rede LVQ
Fonte: Fausett (1994 pag.188)

A Figura 2.9 apresenta a arquitetura de uma rede LVQ utilizada por Fausett
(1994) para exemplificar seu funcionamento. O algoritmo procura 0os neurénios

mais semelhantes a cada informacdo de entrada através de um processo de
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competicdo. Na Figura 2.9, os elementos X1, Xi, Xn representam as
informagdes de entrada (vetores de treinamento), Y1, Yj, Ym representam 0s
neurdnios artificiais (unidades de saida) e W11, Wil, Wnl,.., Wnm
representam os elementos dos vetores-peso (W) de cada um dos neurdnios
artificiais da rede LVQ.

Mais detalhadamente, cada neurénio artificial contém um conjunto de valores
que forma um vetor ou lista de valores, chamado de vetor-peso. Isso possibilita
que cada neurdnio artificial possa reconhecer e representar os padrdes
encontrados nas informacfes processadas. Cada informacdo de entrada é
composta por valores agrupados em vetores e o numero de elementos de cada
vetor de entrada define o numero de elementos do vetor-peso de cada

neurénio.

A Figura 2.10 mostra de outra forma a interpretacdo da Figura 2.9. Os
elementos el, e2, e3 representam as informacfes de entrada, cada um com
seu vetor de valores (el = {ell, el2, ..., el6}, e2={e21, e22, ...,e26} e e3={e31,
e32,..., 36}). Os elementos nl1, n2, n3,.., nl6 representam 0s neurdnios
artificiais da rede LVQ com 4x4 neurdnios. Os elementos n4l, n42, ..., n46
representam os valores-peso que compdem o vetor-peso do neurdnio n4. A
Figura 2.10 informa também que a rede LVQ tem uma camada Unica de
neurbnios e duas dimensbes, embora uma rede LVQ possa ter mais

dimensoes.
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Figura 2.10 - Exemplo da arquitetura de uma rede LVQ

O reconhecimento do padrdo de cada entrada realizado pelos neurdnios é feito
pela comparacédo de cada informacédo de entrada com cada neurdnio da rede
LVQ previamente ensinada na fase de treinamento.

No treinamento, os valores do vetor-peso sdo alterados a medida que as
informacBes de treinamento sdo inseridas no processamento da rede LVQ. E
um processo de comparacdo que verifica a semelhanca entre o conjunto de
valores de entrada e os valores do vetor-peso de cada neurdnio. Em outras
palavras, € um processo de competicdo em que se sobressai um neurdnio

vencedor, ou seja, 0 mais parecido com os valores de entrada. Lembramos que
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cada conjunto de valores de entrada também forma um vetor (vetor-entrada),

que tem 0 mesmo numero de valores do vetor valores-peso.

Essa comparacao utiliza o resultado do calculo da distancia euclidiana entre os
valores do vetor de entrada e do vetor de pesos de cada neurbnio. Assim, 0
neurdnio que obtiver o menor valor calculado, sera considerado o neurdnio
vencedor. Se esse neur6nio vencedor € do mesmo padréo ou classe do vetor
de entrada, os valores do seu vetor de pesos séo alterados para efetuar uma
comparacdao melhor com outros valores de entradas. Porém, se o padrdo do
vetor de entrada for diferente do padrdo do neurbnio vencedor, os valores do
vetor de pesos do neurbnio séo alterados para diferencid-lo mais dessa

informacé&o de entrada.

O processo anterior é realizado repetidamente por um namero de ciclos e em
cada ciclo a taxa de aprendizado é reduzida. Ao fim desse aprendizado ou

treinamento a LVQ estara pronta para classificar outros dados.

Fausett (1994) também apresenta as evolugdes da rede LVQ: LVQ2, LVQ2.1
Kohonen (1990a) e LVQ3 Kohonen (1990b). Na rede LVQ original somente o
neurdnio vencedor tinha seu vetor de pesos alterado. Na rede LVQ2, tanto o
neurbnio vencedor quanto o segundo neurdnio mais parecido (vice) também
séo alterados, desde que satisfagcam critérios como: neurénio vencedor e vice
sejam de padrdes diferentes, padréo da informacgéo de entrada seja 0 mesmo
do vice; e a distancia euclidiana entre a entrada e 0 vencedor seja
aproximadamente a mesma entre a entrada e o vice. Satisfeitos os critérios, 0
vetor de pesos do neurbnio vencedor tem sua taxa de aprendizado diminuido

enguanto o vetor de pesos do vice tem sua taxa de aprendizado aumentado.

A rede LVQZ2.1, segundo Fausett (1994) e Kohonen (1990a), atualiza os dois
neurbnios com vetores de pesos mais semelhantes ao vetor de entrada. Para

iIsso deve satisfazer condigdes como: um dos dois neurdnios deve pertencer ao
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mesmo padrdo da informacdo de entrada e o outro neurbnio ndo deve
pertencer a0 mesmo padrao da entrada; e a informacdo de entrada deve
pertencer a uma janela ou intervalo de valores minimo e méaximo, calculados
pela divisdo da distancia euclidiana entre a entrada e um dos neurdnios
semelhantes e a distancia euclidiana entre a entrada e o outro neurénio
semelhante. Satisfeitas as condi¢fes, o0 vetor de pesos do neurdonio do mesmo
padrdo da entrada tem seus valores alterados proporcionalmente pela taxa de
aprendizagem, enquanto que o0 outro neurdnio tem os valores dos seus pesos

reduzidos também proporcionalmente.

A LVQ3 possibilita que dois neurbnios com vetores de pesos mais semelhantes
ao vetor da informacdo de entrada realizem algum aprendizado desde que
satisfacam condi¢cdes de pertencimento a janela de intervalo. Essa janela é
calculada pela razdo entre os valores de distancias euclidianas do vetor de
valores do vetor de entrada e do vetor de pesos de cada neurdnio mais
semelhante. Caso um neurdnio pertenca ao mesmo padrdo da entrada e o
outro neurbnio ndo, a atualizacdo dos vetores de pesos desses neurbnios
segue como realizado no LVQ2. Do contrario, o algoritmo da rede LVQ3
proporciona treinamento desde que a entrada e 0s neurdnios mais
semelhantes a entrada sejam do mesmo padrdo, e a atualizacdo dos valores
do vetor de pesos é realizada em ambos os neurdnios através de um novo
indice de aprendizado calculado como um valor multiplo (entre 0,1 e 0,5) do
indice utilizado em situacbes de padrdes diferentes dos neurbnios
semelhantes. A rede LVQ3 tem essa alteracdo no processo de treinamento
para garantir que os valores do vetor de pesos continuem a classificacdo dos

padrdes e prevenir alteracdes indevidas.
A Figura 2.11 apresenta o fluxograma para um algoritmo genérico de uma rede

LVQ, que segue a referéncia do algoritmo de rede LVQ de Fausett (1994), da
pagina 188.

42



INICIO

-

Inicializar vetores
peso de cada
neurdnio

» ler entrada

P
_~~ Fimdas
“~_entradas?

sim
RS,

Reduzir taxa de
aprendizagem

b, 4

Verificar condigéo
de termino

-

nao

Compara entrada

M com cada

neurdnio

. SEE——,
Obter o neurdnio |
com o menor valor
de Distancia
Euclidiana

_Padrges~. Nao
<_ (entrada = >
“neurdnio) 2
+ sim

Atualiza vetor

Atualiza vetor

peso do neurdnio
para distanciar do
valor de entrada

peso do neurdnio
para melhorar

el S e
| reconnecimenio

_~condigao de™_
T término?

sim
¥

FIM

Figura 2.11 - Fluxograma para algoritmo genérico de uma rede LVQ

2.3.5 Comparacdo SOM X LVQ

As redes SOM e LVQ sao parecidas quanto ao funcionamento, pois ambas
utilizam processos competitivos para obter o neurbnio vencedor e podem
apresentar os resultados em um mapa bidimensional. Os neurdnios da rede
SOM a principio ndo tém identificacdo sobre qual padrao representa, enquanto

0s neurbnios da rede LVQ séo rotulados e representam efetivamente algum
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padrdo encontrado nos dados de treinamento. Para o treinamento da rede
SOM, o algoritmo utiliza treinamento ndo supervisionado enguanto que o
algoritmo LVQ utiliza treinamento supervisionado. Essa diferenca possibilita um
treinamento mais eficaz a rede LVQ, através do “ajuste fino” nos valores dos

vetores de pesos dos neurdnios até alcancar os resultados desejados.

Uma outra diferenca ocorre no processamento do neurdnio vencedor. Na rede
SOM, os valores do vetor do neurdnio vencedor séo alterados para melhorar a
sensibilidade ao padrdo das entradas, enquanto na rede LVQ, existe uma
verificagdo do padrao do neurdnio vencedor. Nessa verificacdo, se o padréo do
neurdnio for o mesmo da entrada, os valores do seu vetor sdo alterados para
melhorar sua sensibilidade a esse padrdo. Se forem de padrdes diferentes, os
valores sdo alterados para diferenciar melhor os padrées. E por fim, a rede
SOM gera é&reas de similaridade atualizando os vetores dos neurdnios da
vizinhanga dos neur6nios vencedores, enquanto na rede LVQ néo existe esse
processo de atualizar as vizinhancas. Podem ocorrer regides proximas, mas
sera devido ao modo como as entradas s&o inseridas no treinamento da rede
LVQ.

Portanto a escolha da rede LVQ neste trabalho de dissertacdo foi motivada
pela maior possibilidade de acertos na classificacdo dos padrbes das
informacgdes utilizadas. E foi utilizado o algoritmo da rede LVQ original, por ser
de implementacao simples e atende ao propésito de classificar os padrdes de
nivel de rio, mesmo que suas variacbes apresentem-se como evolucbes e

melhorias.



2.4 Andlise de Séries Temporais

O conjunto de dados utilizado neste trabalho é composto por medidas de nivel
do rio Paraguai, anotadas diariamente desde 1900, constituindo uma série

temporal extensa e confiavel.

Uma série temporal € um conjunto de observacdes ordenadas no tempo
Soares et al (1991). Uma analise de série temporal pode ser explicada como a
observacdo de varias medidas obtidas em diferentes instantes de tempo e
pode ser vista como uma realiza¢do de certo processo estocastico (Anteneodo
(2004)) e, a partir dessas observagoes, tentar extrair informagdes que possam

ser aproveitadas.

Segundo Migon (2004), uma série temporal € uma sequéncia de observactes
ao longo do tempo, que podem ser espacadas uniformemente e, se nao o
forem, podem ser utilizados artificios como mudanca na escala para contornar
auséncia de algumas observacfes, com atencdo as escalas de medicdo. Em
geral, os dados séo obtidos ao longo do tempo de forma rotineira e continua a
intervalos supostamente constantes. Para analise da massa de dados, escolhe-
se uma janela temporal, e dela tenta-se detectar padrdes que possam se
repetir no tempo, evidenciando um comportamento rotineiro que possa ser

previsivel.

Para Keogh e Pazzani (1999) as séries temporais correspondem a por¢des
significativas dos dados armazenados em bancos de dados gerados por areas
de aplicacéo distintas como financeira, médica, engenharia, e até em banco de
dados com informagfes sociolégicas. Existem inUmeros testes estatisticos que
podem ser aplicados sobre séries temporais, como as que determinam
coeficientes de auto-correlacdo, tendéncias de medidas lineares, etc. A

utilizacdo dessas colecbes de dados dependem das capacidades e das
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habilidades humanas de visualizar os padrées embutidos e o formato desses

dados graficamente.

Os métodos estatisticos de previsdo de séries temporais, como a regressao
multipla por minimos quadrados utilizada por Olivo (2004), baseiam-se na idéia
de que as observacdes passadas da série contém informagdes sobre o seu
padrdo de comportamento que podem ser usadas para fazer previsdes futuras.
A esséncia dos métodos de analise de séries temporais consiste em identificar
0 padrao da série utilizando modelos matematicos e estatisticos, separando-o
do ruido contido nas observagdes individuais, e utiliza-lo para previsées futuras
da série Soares et al (1991). Ou seja, a analise das séries temporais tem como
objetivo descrever e analisar o comportamento passado da série, visando a
compreensdao do comportamento da série e a consequente previsdo de

movimentos futuros. Fonseca et al (1988).

Um exemplo de série temporal € apresentado na Figura 2.12, que mostra 0s
niveis diarios do rio Paraguai, medidos entre o dia 1 de janeiro de 1900 até 31
de marco de 2007.

Niveis Médios Mensais do Rio Paraguai - de 01/1900 até 03/2007
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Figura 2.12 - Niveis de altura do Rio Paraguai, em Ladario (MS), de 01/01/1900 até
31/03/2007

Kazmier (1982) e Fonseca (1988), observando séries temporais dos dados de
nivel do rio Paraguai, identificam 4 influéncias ou componentes em uma analise

de séries temporais:
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- tendéncia secular (T): movimento regular nos valores da série temporal em

um periodo de tempo muito longo;

- flutuacdes ciclicas (C): movimentos oscilatérios em torno da tendéncia de

tempo muito longo;

- variagdes sazonais ou estacionais (S): movimentos para cima ou para baixo
dos valores da série temporal, em relacdo a tendéncia secular, completados
geralmente em periodos inferiores a um ano e repeticdo anual, sendo

caracteristicos movimentos semanais, quinzenais, mensais, bimestrais;

- variacdes irregulares ou aleatérias (l): sdo perturbacbes provocadas por
fatores ndo regulares, erraticas e nunca atribuidas as influéncias ciclicas ou

estacionais.

A andlise de séries temporais pode ser realizada segundo um modelo
univariado, em que as caracteristicas de uma série sdo analisadas apenas a
partir do comportamento da prépria série, considerando-se fatores como
tendéncia e sazonalidade, ou segundo um modelo multivariado, em que as
caracteristicas de uma série sao entendidas em funcdo do comportamento de
outras séries, 0 que implica na consideracao de relacdes de dependéncia e de

causalidade.

As séries temporais podem ser diferenciadas entre séries continuas e
discretas. A série continua tem medidas realizadas ao longo do tempo de forma
continua, tal como um termégrafo ou um sismoégrafo. A série discreta tem as
medidas realizadas em tempo especifico igualmente espacado, como por
exemplo, a temperatura média mensal, ou os préprios dados acima ilustrados

(que foram obtidos a cada hora).
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Harvey (1981) e Morettin e Toloi (1981) apresentam basicamente dois
enfoques para a andlise de séries temporais, ambos objetivando construir
modelos para as séries. No primeiro enfoque a andlise € feita no dominio
temporal, e os modelos propostos sdo modelos paramétricos (com numero
finito de parametros). O segundo enfoque realiza a analise no dominio das
freqliéncias e os modelos propostos sdo modelos ndo paramétricos. Segundo
Morettin e Toloi (1981), com a disponibilidade de uma série temporal, é
possivel investigar o0 mecanismo gerador da série temporal, fazer previsdes de
valores futuros (por exemplo: de curto prazo para séries de vendas, ou longo
prazo para séries demograficas ou produtividade), descrever o comportamento
da série (tendéncias, ciclos, variagbes sazonais) ou procurar periodicidades

importantes nos dados.

Harvey (1981) enfocam dois aspectos para o estudo de séries temporais —
analise e modelagem. O propésito da analise € resumir as propriedades de
uma série e destacar suas caracteristicas importantes, e a razao principal para

modelagem de uma série temporal € permitir a previsao de valores futuros.

Carvalho (2005) analisa séries temporais de fendmenos naturais considerando
nocdes de processos estocasticos, ja que ndo € simples conseguir de forma
clara uma relacdo que possa ser aplicada a cada intervalo de tempo da série
de dados do fenbmeno em estudo, para obter uma previsao. Isso existe devido
a infinidade de fatores que causam variacdes nas medidas. Por exemplo, uma
série temporal de temperatura de um determinado sitio em dois anos distintos
apresenta diferencas, notadas visualmente. Processos estocasticos séo
processos controlados por leis probabilisticas (Morettin e Toloi (1981))
caracterizados por um conjunto ordenado de variaveis aleatorias {X(t)}, que
representa os possiveis valores da série temporal, em associacdo com a sua
distribuicao de probabilidades. Carvalho (2005).
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Fonseca (1988) sugere a geracdo de graficos para se ter uma visdo
comportamental das informacdes para analise de qualquer série temporal. I1sso
porgue a representacao grafica pode permitir a identificacdo de movimentos de

tendéncias sazonais, ciclicos ou aleatorios.

A andlise ou avaliacdo da tendéncia em séries temporais pode ser realizada
utilizando alguns métodos:

- Método das médias moveis — este método tenta suavizar as variacdes da
série através de médias sucessivas. E de facil aplicacdo e muito flexivel, pois a
tendéncia ndo é forcada a adaptar-se a qualquer funcdo matematica. As
médias mdveis tem a propriedade de reduzir ou eliminar as flutuagbes das
variacfes indesejaveis, sendo muito utilizado para “alisamento das séries

temporais”. Spiegel (1993).

- Método dos minimos quadrados — pode ser usado para avaliar a equacao de

uma reta ou curva de tendéncia apropriada. Fonseca(1988).

- Método das semimédias — separam-se 0s dados em duas partes iguais e
determina-se a média de cada parte, obtendo-se assim dois pontos do grafico
das séries temporais. Desenha-se uma reta entre esses dois pontos e assim
determinam-se os valores da tendéncia. E mais bem aplicado em tendéncias
lineares ou semi-lineares, contudo pode ser aplicado a fragmentos de

tendéncias lineares dos dados. Spiegel (1993).

A avaliacdo da sazonalidade ou estacionalidade determina se a série tem um
fator sazonal, ou seja, caracteristicas que se repetem a intervalos regulares de
tempo. Spiegel (1993) enumerou alguns métodos para o célculo do indice de

estacionalidade:
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- Método da percentagem média — dados de cada més s&do expressos em
percentual da média anual, e as percentagens dos meses correspondentes em

anos diferentes sao balanceadas utilizando uma média ou mediana.

- Método da tendéncia ou relacdo percentual — dados de cada més sé&o

expressos em percentagem dos valores da tendéncia mensal.

- Método da média movel percentual ou da relacdo entre as médias moveis —
neste meétodo calcula-se uma média moével de 12 meses, também a média
movel dos 2 meses daquela calculada de 12 meses (chama-se a isso de média
mével centrada de 12 meses). Entdo os dados originais de cada més sdo
expressos como percentagens da média moével centrada de 12 meses
correspondente, e por fim calcula-se a média das percentagens dos meses

correspondentes gerando o indice esperado.

- Método dos elos relativos — dados de cada més sdo expressos em
percentagens nos dados do més anterior, em que as percentagens sao
chamadas de elos relativos. Dos 12 elos relativos obtém-se as percentagens
relativas de cada més, apoOs ajustes para 100% realizados pela tendéncia

analisada, consegue-se o indice estacional desejado.

O tema Séries Temporais é abordado de forma simplificada nesta dissertagéo,
ja que o método neural proposto usa uma abordagem diferenciada dos
métodos classicos de andlise de séries temporais.

2.5 Utilizacdo de RNA em Séries Temporais

A procura dos padrées em uma seérie temporal normalmente utiliza processos
ou métodos estatisticos ou estocasticos, que tém tido 6timos resultados em
séries comportadas e sem interferéncias provocadas por irregularidades na

série. Com esses métodos conseguem-se boas previsdes para periodos curtos
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ou préximos. Porém € dependente, de certa forma, do conhecimento da
natureza das informacgdes, isto €, muitas vezes nao se conseguem determinar
todas as variaveis que influenciam o comportamento da série temporal.
Também a previsdo sofre impactos negativos quando existe a necessidade de
acrescentar outras variaveis em um modelo ja preparado por métodos

estocasticos.

Uma outra abordagem em utilizacdo, para a analise de séries temporais, é a
aplicacdo de Redes Neurais Artificiais (RNA) para o reconhecimento de

padrdes e processamento de previsao.

Segundo Cortez (1997), as RNA conseguem obter padrdes das informacdes da
série temporal sendo imunes as interferéncias e tém facilidade em adaptar seu
comportamento a medida que novos dados sdo introduzidos, sem necessidade

de alterar sua estrutura.

As previsdes de séries temporais sdo utilizadas para solucionar problemas
encontrados em varios campos de aplicagdo, como medicina, aplicacbes
financeiras, hidrologia, engenharia, entre outros. As caracteristicas das RNA
tornam-nas adequadas para realizar previsdes, inclusive a longo prazo, como
no artigo de Simon et al (2005). Através dos exemplos encontrados na
literatura percebemos a utilizacdo das RNA para atender as necessidades
citadas:

- Simon et al (2005) descrevem uma metodologia desenvolvida especialmente
para gerar previsdes a tempo distante, utilizando uma aplicacdo dupla de SOM

— Mapa Auto-Organizado.

- Ferrari et al (2006) relatam o estudo que utilizou 4 redes neurais (Wavelet,

LMS, MLP e RBF) para auxiliar no exame e diagnostico da Doenca Pulmonar
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Obstrutiva Cronica (DPOC), pois sdo muitos os parametros envolvidos na sua

identificacéo.

- Oliveira et al (2006) estudaram a variabilidade do nivel do mar e a maré
meteoroldgica na Baia de Paranagua — PR através de métodos estatisticos
com utilizacdo de RNA com Backpropagation para previsdbes desses
fenbmenos. Apds resultados concluiram a possibilidade de experimentar outras
arquiteturas que conseguissem suprir as faltas das estacdes meteorologicas

proximas de estacfes maregréficas.

- Bem et al (2003) fizeram um estudo da utilizacdo de RNA e seu potencial na
analise de padrdes de variabilidade em areas do oceano dominadas por fortes
fenbmenos de mesoescala, apresentando ao final as vantagens e

desvantagens dessa abordagem.

- Neto et al (2005) apresentam os resultados de previsdo da vazao afluente
mensal do rio Sdo Francisco através de RNA de Elman. Essa rede processou
os dados da série temporal das vazdes afluentes medidas entre 1931 e 1991,
apos um pré-processamento. Os dados de 1992 até 1996 foram utilizados para
testes de generalizacédo da rede e na validacdo dos resultados. Os resultados
indicam a possibilidade do uso das redes de Elman para previsdo da vazao e

que o erro médio obtido foi menor que 0,2%.

2.6 Utilizacdo de RNA em Hidrologia

Na literatura existem varios trabalhos sobre a utilizacdo de Redes Neurais
Artificiais em hidrologia. Em geral sdo aplicagbes para previsdo de vazao de
rio, previsdo de nivel de rio, gerenciamento de reservatdrios, entre muitos
outros. Nesta dissertacdo sao apresentados alguns exemplos de tais

aplicacdes enfatizando a idéia principal de um.
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Li et al (1998) utilizaram uma rede de Perceptrons de Mdultiplas Camadas
(Backpropagation Neural Network - BPNN) na analise da série temporal de
valores de nivel do rio Paraguai. No trabalho sdo relatadas previsées de nivel
do rio Paraguai com até 4 meses de antecedéncia, e até 17% de erros,

utilizando 274 valores médios mensais de niveis do rio Paraguai.

Phien, Danh & Gupta (1999) utilizaram um BPNN para previséo de vazdo em
duas bacias (Da Nhim e La Nga) situadas nos planaltos do Vietnd em
comparacdo a modelos de tanque. Conclusdes obtidas indicam que modelos
de rede BPNN sdo capazes de prever a vazao diaria de um rio utilizando
informacdes diarias de evaporacgdo e de chuvas, e que quanto maior for a area
utilizada para obter as informacdes, mais preciso sera a previsdao. Também
observaram que valores historicos de vazdo sao importantes, como nos
modelos de regresséo, e por fim, que a contribuicdo do item evaporacéo para

uma previsao mais precisa € muito pouco.

Atiya et al (1999) utilizaram uma RNA para o problema da previsdo do
escoamento do rio Nilo, no Egito, utilizando séries temporais para verificar o
desempenho perante outros métodos de previsdo que utilizaram RNA. Eles
fizeram diversas comparacdes entre métodos diferentes para pré-processar as
entradas e seus resultados. Também realizaram comparacdes entre tipos de
técnicas utilizadas para resolver problemas de previsdo de periodos mais
longos e ainda entre métodos de previsdo para horizonte muito mais distante,
com possibilidade de particionar o problema em partes menores de previsao de

k periodos adiante.

Muller e Fill (2003) utilizaram uma rede Perceptron de Mdltiplas Camada
(Multilayer Perceptron Network - MLP) com o algoritmo de aprendizagem
Backpropagation, nos problemas de vazdo de um trecho do rio Iguagu, entre
Fluvidpolis/PR e Unido da Vitéria/PR, em sete eventos ocorridos nos anos de
1982, 1983, 1987, 1990, 1992, 1993 e 1995, com o tempo de ocorréncia
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estimado entre 5 e 100 anos. Essa rede foi composta por 2 neurbnios na
camada de entrada, 3 camadas intermediarias com 8 neurbnios por camada e
a camada de saida com um neur6nio, apds experimentarem outras geometrias
de rede de neurdnios. As conclusdes foram que utilizando os eventos de 1982,
1983, 1987 e 1990 para calibracdo e o0s restantes para a verificacdo, 0s
resultados foram satisfatorios e animadores com os erros médios obtidos na
faixa de 3% a 8%. Principalmente se considerar que € um trabalho matemético
sem considerar a teoria intrinseca do problema. Por fim, concluiram que quanto
maior e mais heterogéneo for o conjunto de eventos para calibracdo, melhor
seriam o0s resultados obtidos, considerando um possivel aperfeicoamento do
método utilizado.

Kisi (2003) apresenta comparacdes numeéricas e graficas do uso de RNA e
modelos de auto-regressao na obtencéo de valores de medidas de previsao de
vazao de rios, utilizando medidas continuas de escoamento do rio obtidas em
periodos de 7 e 4 anos dos rios Blackwater e Gila, nos EUA, e em um periodo
de 2 anos de medidas de escoamento do Canal de Filyos da Turquia. Os
resultados obtidos mostram que a utilizacdo de RNA tende a gerar resultados
melhores que algoritmos de auto-regresséo.

Baratti et al (2003) descrevem a utilizacdo de uma rede MLP para previsao de
vazdo da bacia do Rio Tirso, na Sardenha (Italia). As conclusdes foram que
modelos baseados em RNA podem gerar ferramentas Uteis de previsao de
vazao e de estruturas hidroldégicas para problemas em sistemas de
planejamento e gerenciamento de recursos hidricos, utilizando dados mensais.
Para dados diarios, perceberam a necessidade de métodos e de redes neurais

mais sofisticadas.
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3 PREPARACAO DOS DADOS

Este Capitulo apresenta os dados utilizados neste trabalho de dissertacdo. Sao
descritos também os procedimentos realizados na preparacao das informacdes
para serem utilizados no treinamento da rede LVQ. Inicialmente séo
apresentadas as informacfes sobre os dados, prosseguindo pela explicacéo
sobre a reducdo dos dados utilizados, os padrdes discretizados de nivel de rio

e a geracdo dos dados de treinamento da rede LVQ.

3.1 Dados

As informacdes que compdem o conjunto de dados utilizados neste trabalho de
dissertacdo de Mestrado séo os valores medidos e observados de uma régua
de medicdo de nivel do rio Paraguai, obtidos diariamente desde 1900,

compondo uma base de dados com mais de 107 anos de medidas.

Essa régua de medicdo esta localizada no municipio de Ladario (Figura 3.1)
que tem 343 km?2 de area territorial, uma populacdo em 2007 de 17906

habitantes e esta situado as margens do rio Paraguai (IBGE, 2007).
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 Figura 3.1 - Ladério - MS
Fonte: Google Maps (2007)

..........

O rio Paraguai tem uma extensdo de 2.621 km até sua foz no rio Parana,

sendo 1620 km no Brasil. E o principal dreno coletor das 4guas da Bacia do
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Alto Paraguai (BAP) (Figura 3.2), que compreende o Pantanal e os planaltos

adjacentes. Assim, comporta-se tal qual um escorredor de aguas do Pantanal.

BACIA DO FARAGUAI

Argentina

nnnnnn

Mantevidas

o

Figura 3.2 -‘ Bacia do Alto Paraguai

Fonte: Ministério dos Transportes (2005)

Entre os véarios postos de medicdo de niveis de agua do Rio Paraguai, destaca-
se o do Ladario, vizinho de Corumb@, por ser o que mais dispde de dados de
toda uma rede instalada no Pantanal. O observatério de medicdo de Ladario
acumula informacdes de registros didrios desde o ano 1900 a 2007 sem falhas
e se destaca também porque por ali passa 81% de vazdo média do volume de
adgua da Bacia do Alto Paraguai (BAP) que sai do territério brasileiro para o
territdrio paraguaio. Atualmente pode-se acompanhar o nivel do rio Paraguai
diariamente, via internet, através do link

http://www.corumbaonline.com.br/nautica.asp.
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Dessa forma, essa régua de medicdo do nivel do rio Paraguai (Figura 3.4 e
Figura 3.5), instalada no 6° Distrito Naval da Marinha Brasileira (em Ladario,
MS) constitui-se no principal referencial do regime hidrolégico da BAP,
possibilitando até caracterizar um dado periodo de seca ou de cheia.
Considera-se ano de cheia quando o nivel maximo do rio Paraguai em Ladario
supera o nivel de alerta de enchente, historicamente em 4,0 metros, caso
contrario, ano de seca se ficar abaixo desses 4,0 metros. Seguindo esse
principio, pode-se dizer, em ano de super seca, se 0 nivel do rio Paraguai
ficara abaixo de 2,0 m. Na Figura 3.3 detalha-se melhor essa classificacdo de
ano de cheia, em cheia pequena quando o nivel do rio Paraguai atinge de 4,0
m a 5,0, de cheia normal entre 5,0 m a 6,0 m e ano de super cheia quando

atinge nivel maximo acima de 6,0.

Pico das cheias do Rio Paraguai, 2m Ladario, de 1873 a 2008

Pico da cheia (m)
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Figura 3.3 - Classificacdo de ano de cheia ou de seca
Fonte: Embrapa (2007)
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Figura 3.4- Régua de Medicao do nivel do

Rio Paraguai em Ladario/MS Medicdo de Ladario/MS
Fonte: Sérgio Galdino (2005) Fonte: Sérgio Galdino (2005)

Vale observar que as cheias do Pantanal devem-se as caracteristicas do relevo
e a concentracdo das chuvas durante o verdo na regido da Bacia do Alto
Paraguai. O relevo, na parte elevada da bacia possui altitudes entre 200 e 700
metros. O Pantanal, por sua vez, apresenta uma declividade de 0,7 a 5 cm/km
no sentido norte-sul e entre 7 a 50 cm/km no sentido leste-oeste, é
praticamente plano como podemos ver na Figura 3.6. Na figura se observa a
declividade do rio Paraguai em relacdo a sua extenséo desde Caceres (MT) até
sua foz no Rio Parana. Soma-se a isso, o volume de agua que vem do planalto
(parte elevada da bacia) e o volume das chuvas locais. Ocorrem entdo as
enchentes, pois 0 escoamento das aguas € muito lento, favorecendo inundacao
em areas extensas (Embrapa(2003)). Nessas ocasifes 0 ecossistema do
Pantanal pode chegar a 138 mil km2 dos 366 mil km2 que a bacia do rio
Paraguai ocupa de acordo com o Plano de Conservagdo da Bacia do Alto
Paraguai Cristina — Radiobras (2003).

58



m—— ji navegavel
m— desobstrugio do canal
navegavel
19,00m cotas altimétricas {m)

0 quilometragem de rio
\iv perte a ser implantado
E trecho sinalizade e balizade

XX, XX declividade média
aproximada em ¢cmikm

Trecho critica da via PERFIL LONGITUDINAL
Caceres. 6.4 Ponte Bardo do Rio Branco
3
" _pEscalvados Sio e :
- “ﬁ Ladar.lupﬂnu l‘F‘uzédu Rio 7
Cort 3 Porto Firn do Ponte Remanso Castélho
Murtinho  Territdrio .
R L — i
o2 oncepcion
=275 49 Ak, Argenting
21m) o4 38 FozdoRig
24 Faraguai
44,2mj|
2300 2200 2100 2000 1900 1800 1700 1600 1500 1400 1300 1200 1100 1000 %00 800 700 GO0 500 400 300 200 400

RIO PARA

Figura 3.6 - Perfil longitudinal do Rio Paraguai

Fonte: Ministério dos Transportes (2006).

Na Figura 3.6 pode-se observar a declividade do Rio Paraguai, que ao longo de
2300 km, desce de uma altitude de 110 m em Caceres (MT) para 44 m na sua
foz no rio Parana em territério argentino. Resulta entdo em uma declividade
média de 3,2 cm/km. Percebemos ainda na Figura 3.5 o0s simbolos
representativos de portos fluviais, cotas altimétricas, declividade média nos
trechos, entre outras informacoes.

A Figura 3.7 exibe a profundidade do rio Paraguai, importante para a

navegacao fluvial.

Porto de Porto de Porto de Porto de Saida para
) Caceres Corumbé/Ladario Assungdo Santa Fé Oceano
Pes  mas km2.770 km 1,630 km 590 Atlantico
0

Figura 3.7 - Perfil da Profundidade do Rio Paraguai - MCT

As medidas obtidas em Ladéario sdo exemplificadas na Tabela 3.1, com as

colunas de informacoes:
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e Dia, més e ano: informam a data em que foi realizada a observacao da
régua de medicao do nivel do rio Paraguai;
e Altura da coluna de 4gua: informa a medida observada do nivel do rio

Paraguai.

Tabela 3.1 - Exemplo das informac¢@es tabuladas dos dados de Ladario/MS

Niveis do Rio Paraguai na Estacdo
Limnimétrica de Ladario (MS)
1900 - 2007

DIA | MES | ANO | Altura da Coluna de Agua (m)
1 1 1900 1.85

2 11900 1,85

3 1 11900 1,85

4 1 |1900 1,85

5 1 | 1900 1,85

] 111900 1,85

7 1 |1900 1,85

g 11900 1,85

e 11900 1,85

10 ] 1 | 1900 1,85

1 1 |1900 1,85

121 1 | 18200 1,85

13 ] 1 [ 1200 1,86

14 | 1 | 1200 1.87

15 | 1 | 18200 187

16| 1 1200 187

17 | 1 [ 1908 1.87

18 | 1 [ 15900 1,89

191 1 [ 1200 193

200 1 | 1900 1,958

21 11900 1599

1 F | 2007 4 55

12 | B | 2007 454

Esses valores fizeram parte do trabalho de Li et al (1998) sobre a utilizacdo de
redes neurais para previsdo do nivel do rio Paraguai para periodos com até 4
meses de antecedéncia. O trabalho explica como foram realizados os
processos para a previsdo dos niveis do rio Paraguai. Esse processo utilizou-
se da média mensal dos niveis do rio Paraguai e técnicas de Redes Neurais
para gerar os valores da previsdo, obtendo os resultados aceitaveis para
determinados periodos, dado certo periodo de treinamento e obtidas taxas de

erros de aproximadamente 17%.

Este trabalho baseia-se na hip6tese de melhoria dos resultados apresentados
por Li et al (1998) utilizando outros métodos de determinacdo e previséo, que
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possa introduzir maior precisdo e ou facilidade de implementacédo. O trabalho
justifica-se pela necessidade da indicacdo de ocorréncia de “cheia” ou
“vazante”, ajudando no planejamento e manuseio de equipamentos sociais,

trazendo beneficios econdbmicos e sociais.

Uma das técnicas pensadas € o uso de uma SOM em que cada posicdo
(neurdnios) do mapa representa uma informagéo e geralmente evidenciam-se

regides com similaridades.

Outra técnica considerada é o LVQ — Learning Vector Quantization, uma rede
semelhante ao SOM, também simples de implementar e criar visualizacdes dos
resultados, e que tem como diferencial, a separacdo maior dos padrbes nao-

correspondentes nas informacgdes de entrada.

Para utilizar esses métodos, é necessario primeiramente se obter padrdes dos
dados do estudo. Esses padrdes podem ser obtidos através da propria
aplicacdo de rede neural, com escolha de métodos mais adequados ao
trabalho, que pode ser o préprio SOM, mas, neste trabalho, optou-se pela

obtencao por meios empiricos e observacionais.

Os padrdes obtidos podem ser utilizados no algoritmo do LVQ, que necessita
conhecer os padrées que existem no conjunto de dados, ou seja, € necessario

estabelecer rétulos nos dados de entrada.

A utilizacdo do LVQ tem como objetivo classificar os resultados semelhantes do
SOM de uma forma melhorada ou detalhada, com suas classes de padrdes
bem separadas em um mapa. Isto € mapear os padrdes conhecidos, conforme
Brownlee (2005). Obtido esse mapa, € possivel utilizar algum método de
visualizacdo para demonstrar as caracteristicas obtidas. De maneira geral, o
SOM fornece um mapa ou matriz em que se podem identificar os varios

padrbes que possam existir nos dados de entrada. A matriz (mapa) pode ter
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regides mais destacadas e outras regides mais discretas. Enfim, se consegue
distinguir claramente uma classificacdo dos dados. Com o uso do LVQ, essas
regides podem ser melhoradas e detalhadas.

Os resultados dos experimentos sdo confrontados com os dados reais, com a

correspondente verificagao da percentagem de acerto e de erros.

3.2 Reducéo

O procedimento utilizado para reduzir a quantidade de dados foi realizado
através de amostragens do conjunto de medidas. Os estudos realizados
através de graficos gerados por medidas consecutivas e com os valores
reduzidos demonstraram que a diferenca entre o processamento dos dados
originais e dos dados das amostragens € pequena, para reducfes até 15
medidas consecutivas, possibilitando utilizar esse procedimento sem perdas

significativas de informacdes.

3.2.1 Reducéo dos dados de medidas de nivel do rio Paraguai

Foi observado que a variacao das medidas de nivel do Rio Paraguai de um dia
para outro € em media 0,02m, e em muitas ocasifes a variagdo € nula ou

abaixo de 0,01m.

O conjunto de gréficos que compde a Figura 3.8 é um exemplo da variacdo do
nivel do rio Paraguai. No primeiro grafico do conjunto da linha superior, no
gréfico da esquerda, sdo representados os niveis medidos do dia 1 ao dia 5 do
més de janeiro de 1900. O segundo grafico apresenta as medidas do dia 1 ao
dia 10. O gréfico da direita, ainda da linha superior, estdo as medidas do dia 1
ao dia 15. Na segunda linha, o primeiro gréafico pela esquerda, apresenta as
medidas do dia 1 a 30 de janeiro. O proximo grafico apresenta as medidas de 1

de janeiro até 15 de fevereiro de 1900 e o seguinte, as medidas de 1 de janeiro
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até 28 de janeiro de 1900. O grafico maior apresenta as medidas de 1 de
janeiro de 1900 até 31 de marco de 1900.

1a5 - jan.1900 1a 10 - jan 1900 1215 - jan.1900

1230 - jan.1900 1 jan.1900 a 15 Fev.1900 - 45 dias 1 jan.1300 a 28 fev.1900 - 60 dias

I .

& w2 oz a3 & 4 mse

1 jan.1900 a 31 mar.1900 - 90 dias

Figura 3.8 - Exemplo da variacédo do nivel do Rio Paraguai.

Pela observacdo dos graficos, notou-se uma variacdo significativa somente a
partir de 15 medidas seguidas. Essa variacdo tornou-se mais evidente ao
considerar um periodo maior, principalmente no dltimo gréafico, o maior, que
apresenta medidas diarias de 3 meses, de janeiro a 31 de marco, totalizando
90 dias.

A reducdo foi utilizada na fase de pré-processamento para tratar estas
informacBes de medida de nivel do rio de forma adequada, sem perder os
detalhes nem utilizar dados repetidos que néo influenciem o resultado final do
trabalho de forma significativa. Calcular a média simples dos valores de algum
periodo, qualquer que seja, causa a perda de detalhes. Para evitar isso,
recorreu-se a um processo de calculo de meédias de um periodo com

deslocamento de janela desse periodo, sobrepondo em alguns valores. Com
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esse método ainda temos perdas, porém € menor que o calculo da média

simples.

Por estas observacOes, utilizou-se a reducdo através de médias com
deslocamento de uma medida para os experimentos deste trabalho. Os
graficos da Figura 3.9 abaixo apresentam as medidas de nivel do rio com
reducdo em média semanal, quinzenal, mensal, 45 dias e 60 dias, para 0 ano
de 1900. Na coluna esquerda séao apresentados os graficos com marcacéo das

medidas e na coluna direita os graficos sem as marcacoes.

Os graficos da primeira linha apresentam as medidas diarias do ano 1900, sem

reducao.

1900 - jan a dez - diario 1900 - jan a dez - diario
7,00 7,00
6,00 6,00
5,00 5,00
4,00 4,00
3,00 3,00
2,00 2,00
1,00 1,00
0,00 0,00
: %0 30 58 77 05 115 134 153 172 101 210 220 248 267 286 305 324 343 36 20 39 58 77 96 115134 153 172 191 210 229 248 267 286 305 324 343 36;
1,00
1,00 !
1900 - jan a dez - média semanal 1900 - jan a dez - média semanal
7,00 7,00
6,00 6,00
5,00 5,00
4,00 4.00
3,00 3,00
2,00 2,00
1,00 1,00
0,00 0,00
" 1 3 5 7 9 1113 1517 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
1 3 5 7 9 11131517 19 21 23 25 27 20 31 33 35 37 39 41 43 45 47 49 100
-1,00 X
1900 - jan a dez - média quinzenal 1900 - jan a dez - média quinzenal
7,00 7,00
6,00 6,00
5,00 5,00
2,00 4,00
300 3,00
2,00
2,00
1,00
1,00
0,00
0,00 123 45 6 7 8 9101112 13 14 1516 17 18 19 20 21 22 23 24
1234567 8 91011121314 151617 18 192021 22 23 24 1,00
-1,00

Figura 3.9 - Diferencas de representacdo das médias de medidas.

(continua)
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1900 - jan a dez - média mensal 1900 - jan a dez - média mensal
7,00 7,00
6,00 6,00
5,00 5,00
4,00 4,00
3,00 3,00 /\
2,00 200
1,00 100
0,00
jzz i 2 3 4 5 6 B s o 0 1 12 200 1 2 3 4 5 6 7 8 9 0 1 12
1900 - jan a dez - média 45 dias 1900 - jan a dez - média 45 dias
7,00 7,00
6,00 6,00
5,00 5,00
4,00 4,00
3,00 3,00 /\
200 2,00
1,00 00
0,00
j:z ! z 3 4 5 6 7 8 aml 2 3 4 B s B B
1900 - jan a dez - média 60 dias 1900 - jan a dez - média 60 dias
7,00 7,00
6,00 6,00
5,00 5,00
4,00 4,00
3,00 3.00 /_\
2,00 2,00
1,00 1,00
0,00 0,00
1 2 3 4 5 6 1 2 3 4 5 6
-1,00 -1,00

Figura 3.9 - Diferen(;ale|representagéo das médias de medidas.
(concluséo)

Percebeu-se que, quanto maior o numero de medidas usadas para o calculo da
média, mais detalhes da evolucéo do nivel do rio séo ignorados, como se pode

observar nos gréaficos da Figura 3.9.
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Tabela 3.2 - Exemplo de medidas de nivel do Rio Paraguai obtidos em Ladario e os
valores médios calculados, em janelas temporais com nimero de medidas

igual a: 3, 5, 10 e 15 medidas

DIA] MES] ANO [ Altura da Coluna de dgua [Data da Amostra]  Médias  [Data da Amostra]  Médias [Data da Amostra] Wédias [Data da Amostra] Medias
1 1 1500 1,85 A =3 medidas A = 5 medidas A = 10 medidas A = 15 medidas
2 1 1500 1,86
3 1 1500 1,85 311900 1,86
4 1 14900 1,85
5 1 1800 185 50171900 1,85
G 1 1800 185 B9800 1,85
7 1 1800 185
8 1 14800 1,85
g 1 1500 1,85 9171900 1,85
10 1 1800 1,85 10171900 1,85 104115900 1,85
11 1 1800 1,85
12 1 1800 1,85 121111900 1,85
13 1 1800 1,86
14 1 1800 1,87
15 1 1800 1,87 15/11900 1,87 15141900 1,86 15141900 1,88
16 1 1800 1,87
17 1 1800 1,87
18 1 1900 1,89 1811500 1,88
19 1 1900 1,932
20 1 1900 1,98 201900 1.9 2011900 1,88
21 1 1900 1,99 21711500 i
22 1 1500 2,00
23 1 1500 2,05
24 1 1500 207 240111900 204
26 1 1500 21 26011900 2,04
26 1 1800 212
27 1 1800 212 27111900 n
28 1 1800 2,12
29 1 1800 212
30 1 1800 212 30111900 242 30/71900 212 3011900 208 30i71900 2,02

o sui |

A Tabela 3.2 apresenta um pequeno exemplo dos dados originarios de Ladario.
A primeira coluna (DIA MES ANO) contém a data em que foi realizada a
medicdo do nivel do rio Paraguai. A segunda coluna (“Altura da Coluna de
Agua”) contém o valor que foi anotado pela observacdo da régua de medidas
existente no observatorio. As colunas restantes apresentam os valores de
média das janelas temporais definidas pelo parametro A (nUmero de medidas
para média). Essas colunas apresentam as informacoes:
e Data da Amostra: indica a data da ultima medida utilizada para o calculo
da média das medidas;
e Meédias: indica a média calculada das medidas em quantidades definidas
pelo parametro A.

Apoés a obtencdo das médias, foi gerado um novo conjunto de dados composto

pelo agrupamento de um numero (parametro D) desses valores consecutivos,
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formando um vetor de médias. O valor do parametro D corresponde, portanto,
ao valor da dimensdo desse vetor, e é informado na execucdo desse
procedimento. A Ultima meédia do vetor de cada registro fornece a data da
altima medida dessa janela temporal para datar esse registro. Assim, entende-
se que 0s outros valores correspondem aos periodos antecedentes a essa data

do registro.

Tabela 3.3 - Exemplo de contelido dos arquivos gerados na amostragem 4 médias

data da
O = 4 médias (ltirma medida

da janela tempaoral

da Gltima média
media 1 | média 2 | média 3 | média 4 do registro
1,84 1,85 1,85 1,84 19000112
1,84 1,84 1,85 1,87 190001145
1,84 1,85 1,87 1,88 19000118
1,84 1,87 1,88 1,97 19000121
1,87 1,88 1,87 2,04 19000124
1,88 1,87 204 211 19000127
1,97 2,04 211 217 19000130
2,04 211 212 213 19000202
211 212 213 216 190002045
217 213 216 213 19000208
213 216 213 213 19000211
216 213 213 2148 19000214
213 213 214 2.2 19000217

entrada_Ivg_a3_d4.txt

Tabela 3.4 - Exemplo de contetdo dos arquivos gerados na amostragem 8 médias

data da
0= 8 médias itima medida

da janelatemporal

da (litima média
media 1 |média 2| média 3 | média 4 | média s | meédias | média 7 | média g do registro
1,85 1,85 1,85 1,85 1,87 1,88 1,97 2,04 19000124
1,85 1,85 1,85 1,87 1,88 1,87 2,04 211 19000127
1,85 1,85 1,87 1,88 1,87 2,04 21 212 19000130
1,85 1,87 1,88 1,97 2,04 211 212 213 19000202
1,87 1,88 1,97 2,04 2,11 212 213 216 19000205
1,88 1,87 2,04 21 212 213 216 213 19000208
1,87 2,04 21 212 213 216 213 213 19000211
2,04 2,11 212 213 216 213 213 2158 19000214
211 212 213 216 213 213 214 2.2 19000217
212 213 216 213 213 214 22 2,25 19000220
213 216 213 213 215 2.2 2,25 2,25 19000223
216 213 213 215 2,2 2,25 2,25 2,35 19000226
213 213 214 2.2 2,25 2,24 2,35 245 19000301

entrada_lvg_a3_d8.txt
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A Tabela 3.3 e a Tabela 3.4 apresentam dois exemplos de conjuntos de dados
apos a reducdo. As colunas tituladas “média 1”, “média 2", e assim por diante,
contém as meédias ja calculadas. A Ultima coluna apresenta a data da Ultima
medida do periodo utilizado para calcular o valor do ultimo elemento do vetor

de cada registro, isto €, a data da ultima medida da série temporal do registro.

3.3 Padrdes de Nivel do rio Paraguai

Para representar os varios niveis que o rio pode ter, foram discretizados em um
namero de padrdes informado por parametro (F) os valores do nivel minimo até

0 nivel maximo, de todo o conjunto de medidas processadas.
Um algoritmo de discretizacdo foi desenvolvido para a criacdo desses padroes.
O algoritmo cria um outro arquivo contendo as informagdes exemplificadas nas

Tabelas 3.5, 3.6 e 3.7.

Tabela 3.5 - 10 padrbes Tabela 3.6 - 20 padrbes Tabela 3.7 - 30 padrbes

Padrdes Padries Padries
De: -0.61 ate: 5.64 erm 10 faixas De; -0.6 ate; B.61 em 20 faixas De: -0.6 ate: 6.61 ern 30 faixas
Padrdn | Mivel inicio |Mivel fim Padrdo  |Nivel inicio| Nivel fim Padréo | Mivel inicio [Mivel firm

S SRR
: : : FO.54 054 0,91 FO.15 0,15 038
F161 151 2l f0 oo i T T 0 e
F2.B1 251 3.4 F1a0 13 e FO 64 054 058
F3.42 342 421 e T T FoB9 | 0p9 113
F4.22 422 502 FoE 206 243 F1.14 114 138
F5.03 5,03 582 F2 44 244 251 F1.38 139 1E3
F& 33 5,83 G A3 F2 82 7657 318 F1.64 164 1,58
FE.64 6.64 74 F3.19 ERE] 356 F1.89 189 2,12
: F2.13 213 237
faixas_a3_F10.txt Egg; ggg igg PEREE 352
Faz3 | 43 | 47 F263 | 2p3 [ 287

FA71 171 E0B F2.58 2,68 3,12

F503 | 509 | 546 hils: ) oils 337

F586 | 685 | 622 Elak L o 9%

FB 23 523 ER F3.68 388 4.1

FE.61 B 5l 598 G EI 412 4,36

N . ; F4.37 437 4 B1

falxas_aS_FZO.txt Fa 52 452 4 56

F4.87 487 5,11

F5.12 5,12 536

F&.37 537 551

FEE2 552 £55

F&.55 T E.1

FG.11 G611 G35

FG.36 5,36 GG

FG.61 G A1 G5

faixas_a3 F30.txt
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Nas Tabelas 3.5, 3.6 e 3.7 sdo apresentados alguns exemplos de padrbes
utilizados para gerar os dados de treinamento. Na primeira tabela, foram
criados 10 padrbes, na segunda 20 e na terceira, 30 padrbes. As colunas
“Padrédo” apresentam os identificadores da faixa de nivel, isto é, o padrdo ou
classe de nivel. As colunas “Nivel inicio” apresentam os valores iniciais dessa
faixa de nivel e as colunas “Nivel fim” apresentam os valores finais da faixa. Os
limites de cada faixa, as identificacbes dos padrbes e os valores de nivel
maximo e minimo de cada tabela sao obtidos pelo préprio algoritmo que gera
0s padrdes. Apenas 0 numero de faixas ou padrdes é fornecido como

parametro (F).
3.4 Geracao dos dados de treinamento

O arquivo de vetores de entrada para o treinamento da rede LVQ utiliza os
dados de médias associados com os padrbes estabelecidos pelo processo de
discretizagdo. O processamento utiliza o ultimo valor do vetor de médias de
cada registro para obter o padrao que representa esse vetor, e chamamos esse
valor de consequente. O padrdo encontrado é aquele que, na comparagao do
conseqguente com o0s niveis inicial e final de cada faixa, situar-se nesse

intervalo.

Assim cada registro do arquivo de medidas gera um registro no novo arquivo,
isto €, contém o vetor de médias, a data da ultima medida da série temporal do
registro e o padrédo encontrado pelo procedimento descrito. Exemplos de
conjuntos de dados gerados podem ser observados na Tabela 3.8 e na Tabela
3.9.
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Tabela 3.8 - Exemplo de arquivo com 4 médias por entrada, gerado para utilizar no

treinamento da rede LVQ

data da
0= 4 medias altirma medida

da janela termporal

da dlitima média
meédia 1 | madia 2 | media 3 | média 4 | Padrin do registro
1,85 1,85 1,85 1,85 F1.81 19000112
1,84 1,84 1,85 1,87 F1.81 19000114
1,85 1,85 187 EE F1.81 19000118
1,84 1,87 1,88 1,97 F1.81 19000121
1,87 1,83 1,97 2,04 F1.81 19000124
1,88 1,897 2,04 211 F1.81 19000127
1,97 2,04 211 212 F1.81 19000130
2,04 211 212 213 F1.81 19000202
2,11 212 213 2,16 F1.81 19000204
212 213 2186 2,13 F1.81 19000208
213 216 213 2,13 F1.81 19000211
216 213 213 214 F1.81 19000214
213 213 214 2,2 F1.81 19000217

ent_Ivg_a3_d4 F10.txt

Tabela 3.9 - Exemplo de arquivo com 8 médias por entrada, gerado para utilizar no

treinamento da rede LVQ

data da
D=8 médias Oltirna medida

da janela ternporal

da ditima meédia
média 1 | media 2 [madia 3| meédia 4 | média s | média 5 | meédia 7 | média 8 | Padrao do registro
1,85 1,85 1,85 1,85 1,87 1,88 1,97 2,04 F1.81 19000124
1,85 1,85 1,85 1,87 1,868 1,87 2,04 2,11 F1.81 180007 27
1,85 1,85 1,87 1,88 1,97 2,04 2,11 212 F1.81 189000130
1,85 187 1,58 1,87 2,04 2,11 217 213 F1.81 18000202
1,87 1,88 1,97 2,04 211 212 213 216 F1.81 189000205
1,88 1,87 2,04 2,11 212 213 216 213 F1.81 18000208
1,97 2,04 2,11 212 213 2,16 213 213 F1.81 18000211
2,04 211 212 213 216 213 213 2158 F1.81 19000214
21 217 213 2,16 213 213 2,15 232 F1.81 18000217
212 213 2,16 2,13 213 2156 2.2 2,25 F1.81 189000220
213 216 2,13 213 215 272 2,25 2,25 F1.81 18000223
2,16 213 213 2,145 2e2 2,25 2,25 2,35 F1.81 19000226
213 213 2,15 22 2,25 2,25 2,35 2,45 F1.81 18000201

ent_Ivg_a3_d8_F10.txt

Os procedimentos descritos utilizaram os parametros para gerar oS conjuntos

intermediarios e o conjunto que sera utilizado no treinamento da rede LVQ.
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Esses parametros séo:

Tabela 3.10 - Parametros utilizados no treinamento da rede LVQ

Amostragem A=3; A=10; A=15 € numero de medidas
para o calculo das
médias

Dimensao D=4. D=8 € 0 numero de médias
por registro

Padrao F=10, F=20, F=30 € 0 numero de padrdes
gerados e utilizados no
treinamento da rede
LVQ

Os conjuntos gerados foram nomeados utilizando esses parametros para
facilitar o reconhecimento do contetudo. Entdo como exemplo, nos arquivos da
Tabela 3.3 e Tabela 3.4, o cddigo “a3” informa que os arquivos contém médias
obtidas de 3 medidas. O codigo “d4” informa que o arquivo contém 4 médias

por registro e o cédigo “d8” que o arquivo contém 8 médias por registro.

Nos exemplos da Tabela 3.8 e Tabela 3.9, o nome do arquivo informa que o
mesmo contém médias de 3 medidas, 4 médias por registro (Tabela 3.8) ou 8
médias por registro (Tabela 3.9) e utilizou 10 faixas de nivel para obter o

padrdo de cada registro e rotula-lo.

Ao fim desses procedimentos, se obtém os dados a serem utilizados para
treinar a rede LVQ.

E importante destacar que para cada arquivo gerado com parametros de
amostragem diferente, deve-se criar um arquivo de padrBes discretizados
utiizando as mesmas informacdes que geraram aquele arquivo. Isso porque
pode ocorrer de se alterar o valor do nivel minimo e/ou maximo de rio nas
informacdes utilizadas. Portanto os padrdes ndo conseguem representar todos
0s niveis de rio do arquivo gerado, produzindo ao final do processo, uma rede

LVQ néao confiavel.
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4 TREINAMENTO DA REDE LVQ, PREVISOES E RESULTADOS

Neste Capitulo sdo apresentados 0s experimentos realizados para o
treinamento da rede LVQ, 0s experimentos para a previsdao do nivel do rio
Paraguai e as analises dos resultados obtidos. Inicialmente é apresentada a
metodologia proposta e utilizada neste trabalho. A seguir sdo expostos 0s
dados do artigo de Li et al (1998) para explicar o treinamento das varias redes
LVQ de periodos selecionados, prosseguindo pela apresentacdo dos
procedimentos para o treinamento das redes LVQ adotados pela metodologia
proposta, os resultados dos processamentos e suas analises. Por fim, séo
apresentadas as conclus@es obtidas neste Capitulo.

Observamos que o0s experimentos foram processados de forma que
permitissem comparacdes com os resultados obtidos e descritos no artigo de Li
et al (1998), por terem utilizadas as mesmas informagdes dos NOSsOS

experimentos, isto €, as medidas de nivel do rio Paraguai.

Essa comparacao simples permite avaliar e validar a metodologia utilizada para

realizar previsdes utilizando redes LVQ.

4.1 Metodologia

A metodologia utilizada neste trabalho é composta por fases que seguem uma
ordem de procedimentos separados em: pré-processamento, treinamento da

rede LVQ, previsédo e geracdo do mapa da rede LVQ.

A fase de pré-processamento é responsavel por gerar os dados para o
treinamento utilizando as medidas historicas de nivel do rio Paraguai, como
explicado no item 3.2 Reduc¢do. Os resultados desta fase sdo os arquivos de

entrada para o treinamento da rede LVQ.
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A fase de treinamento € a que cria a rede LVQ, utilizando parametros de
configuracdo como exposto na subsecdo 4.3.1 Treinamento da Rede LVQ, pég.
79.

Na proxima fase as previsdes sao processadas, utilizando a rede LVQ gerada e
as medidas de referéncia. A previsao utiliza referéncias que sdo as medidas

anteriores ao periodo ou data que se quer prever.
A Ultima fase é a da confeccdo do mapa da rede LVQ utilizada na previsao.
Esta fase pode ser executada antes da previsdo, pois somente necessita da

existéncia da rede LVQ para seu processamento.

A Figura 4.1 apresenta a metodologia proposta, através de um diagrama de

fluxo de dados.
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Figura 4.1 — Metodologia para previséo utilizando rede LVQ
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Na Figura 4.1 sdo apresentados dois procedimentos de pré-processamento:
um para a reducdo das medidas de Ladéario e o procedimento para gerar o
arquivo para treinar a rede LVQ. Observam-se as intervencdes para atualizar
as medidas de nivel do rio Paraguai originadas de Ladario, informar as
medidas de referéncia para processar previsdo e para processar 0s mapas da

rede LVQ informando os pardmetros necessarios.

Nesta metodologia, o resultado da previsdo processada € gerado em um
arquivo texto que contém informacdes como: padrao do nivel previsto, posicéo
do neurdnio que resultou a previsdo, em linha e coluna. Pode-se também gerar
3 tipos de mapas da rede LVQ: um mapa com graficos de linha, um mapa com
neurdnios colorizados por padrdao e um mapa com neurdnios colorizados pelos

préprios pesos, sendo estes dois Ultimos tipos apresentados adiante.

O funcionamento do diagrama apresentado na Figura 4.1 € explanado nas
linhas seguintes. As figuras retangulares representam as interacdes externas
através de comandos ou inclusdo de dados. As figuras em linhas paralelas
representam os depédsitos de dados. As figuras redondas representam o0s

processamentos e as setas representam os fluxos de dados.

Inicialmente € atualizado o arquivo de medidas histéricas de nivel do rio
Paraguai, com as medidas observadas mais recentes, realizado por algum
operador da metodologia. Apds €& executada a primeira fase do pré-
processamento, que gera um arquivo com as medidas reduzidas para a fase
seguinte. Nesta fase sdo utilizados parametros que indicam o numero de
medidas utilizadas no calculo das médias para a reducédo dos dados de entrada

e 0s homes do arquivo de entrada e de saida.

Na segunda fase do pré-processamento é gerado o arquivo para treinar a rede
LVQ. Séo utilizados parametros que informam o ndmero de valores peso de
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cada neurdnio da rede LVQ a ser treinada, o numero de padrbes discretizados
a serem utilizados no treinamento e os nhomes do arquivo de entrada e de saida

desta fase.

O proéximo passo ou processamento é o treinamento da rede LVQ, utilizando os
dados gerados pelo pré-processamento e as informagfes dos parametros que
indicam as caracteristicas da rede a ser treinada. Ao final deste passo um

arquivo é gerado com a rede LVQ treinada.

Esse arquivo é entdo utilizado para gerar os mapas da rede LVQ em gréfico de
cada neurbnio, em mapa de cores de cada neurbnio, e gerar as previsoes de

nivel do rio Paraguai.

Para gerar os mapas da rede LVQ, utilizam-se arquivos de configuragdo com
0s parametros das caracteristicas solicitadas, conforme indicam 0s processos
de geracdo das imagens da rede LVQ e seus fluxos de dados. Esses

processos geram os mapas armazenados em arquivos.

Para gerar as previsfes, utilizam-se medidas anteriores as previsdes dos
periodos solicitados, como referéncias nos processamentos, juntamente com
0S parametros que caracterizam essas previsdes. Também esse processo gera

um arquivo que contém os resultados das previsdes solicitadas.

4.2 Resultados de referéncia para comparacao

Li et al (1998) descreve a utilizacdo de Rede Neural Artificial com Retro
Propagacdo para prever o nivel meédio do Rio Paraguai com 4 meses de
antecedéncia. No artigo, a RNA utilizada foi alimentada com 274 valores
médios mensais de nivel do rio, calculados a partir de um conjunto de medidas

obtidas diariamente em Ladario (MS), do periodo de maio de 1972 até fevereiro
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de 1995. Através dela, os autores realizaram previsdes de niveis médios do rio
para os meses de marc¢o a junho de 1995.
A Tabela 4.1 apresenta os resultados obtidos nos processamentos descritos

por Li et al (1998), para realizar as previsdes de nivel do Rio Paraguai.

Tabela 4.1 - Resultados descritos por Li et al (1998)

Hesumo dos resultados apresentados no artigo

gtde de valores |dados obtidos para prever Hesultados obtidos
médios mensais de até de até
274 malf72 fewi35 mar/35  jun/95 mar95  abr85  maids jun/95
erro relative 7% 17 % 13% 13%
a64 janf00 dez/? | jan/dB abr/dg janid? fewid? marf4? abr/47
erro relative 24% 3% 28% B0%
J44 janf0 setf30 out/30 janf3 out/30 now30  dezf30 Jani31
erro relative 5% 7% 8% 4%
700 janf0 abrB4 | maidY  agosd maifsd  jundg julésg ano/as
erro relative 8% 10% 11% g%
g1 janfi0 setf72 out72  janf73 out72  now7Z dezf72 janff3
erro relative 33% sem inf. 47 % 0%
135 abr/83 few'9h mar®5  jun/95 mar®5  abr®5 maif9h JuniS5
erro relative 6% 22% 16% 14%
1142 janfi0 few'9h mar®5  jun/95 mar®5  abr®5 maif9h JundSs
erro relativo 6% 2% 13% 11%

A primeira coluna apresenta a quantidade de valores médios mensais utilizados
no artigo. A coluna “qtde de valores médios mensais” apresenta a quantidade
de valores médios mensais utilizados nos experimentos. As colunas “dados
obtidos” e “para prever” mostram os periodos ou janelas temporais utilizados
para se obter as médias mensais e 0s meses para serem previstos. Por fim, a
coluna “Resultados obtidos” apresenta os valores de erros relativos calculados
para cada més previsto.

4.3 Procedimentos Realizados para Treinamento da Rede LVQ

Para criar condi¢cdes semelhantes as dos experimentos do artigo, foram criados
7 tipos de arquivos contendo os mesmos periodos utilizados. Esses arquivos
foram gerados na fase de pré-processamento, em que para cada arquivo foi
selecionado um conjunto de medidas de nivel do rio Paraguai, como é

apresentado na Tabela 4.2.
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Tabela 4.2 — Periodos utilizados para comparacéo dos resultados

Feriodo hedidas dao intervalo
1900 jan_a_1930 set | de janeira de 1900 até setembra de 1930
1900 _jan_a_ 1947 dez | de janeiro de 15900 até dezembro de 1947
1900 jan_a 1959 abr de janeira de 1900 ate abril de 1959
1900 jan_a 1972 set | de janeiro de 1900 até setembro de 1972
1900 _jan_a_ 1995 fev | de janeiro de 1900 até fevereira de 1995
1972 mai_a_ 1995 fev | de maio de 1972 até fevereiro de 19595
1983 abr a 1995 fev de abril de 1953 até fevereiro de 1995
1900 jan a 2007 jul de janeira de 1900 ate julho de 2007

A coluna Periodo apresenta o periodo utilizado para o treinamento das redes
LVQ e a coluna Medidas do intervalo informa o inicio e o final do periodo
selecionado. A Ultima linha da Tabela 4.2 é destacada por ndo ser parte da
comparacao, e refere-se a todo o conjunto de medidas que foi utilizado para o

processamento de previsdes para o0 més de agosto.

Uma selecdo manual, de execucédo simples e rapida, foi realizada para gerar 0s
arquivos referentes a cada periodo descrito.

4.3.1 Treinamento da Rede LVQ

O treinamento consistiu em apresentar um arquivo de entrada e obter um
arquivo de saida com a rede LVQ treinada. O término de cada treinamento
gerou arquivo em formato texto contendo os valores-peso de cada neur6nio da
rede LVQ.

Como parametros para o treinamento das redes LVQ foram utilizadas:

- taxa de aprendizagem com o valor 0,9;

- taxa de decréscimo da aprendizagem com o valor 0,01 e

- taxa de aprendizagem minima com o valor 0,01.

Outras configuracdes também foram utilizadas:

- nimero de medidas utilizadas para os célculos das médias;

- numero de médias por registro de entrada;
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- tamanho das redes LVQ em quantidade de neurdnios por linha e por coluna;

- nimero de padrdes utilizados no treinamento das redes LVQ.

Foram treinadas 2100 redes, nas configuracoes com médias obtidas de 3, 10 e
30 medidas, 4, 6, 8 e 12 médias por registro de entrada, redes com 10x10,
20x20, 30x30, 50x50 e 100x100 neurdnios e utilizacdo de 10, 20, 30, 50 e 100
padrdes de nivel de rio, isto é, 3 x 4 x 5 x 5, totalizam 300 tipos de redes LVQ,

que sao processadas para cada um dos 7 periodos selecionados.

Aos 7 arquivos dos periodos selecionados foi acrescido um arquivo que contém
medidas de nivel do rio Paraguai de janeiro de 1900 até 31 de julho 2007.
Portanto, outras 300 redes LVQ foram treinadas com as mesmas configuracdes

anteriores. Treinou-se ao todo, 2400 redes LVQ diferentes.

A Tabela 4.3 apresenta um exemplo de parte do conteido de um arquivo com
rede LVQ ja treinada. As colunas Linha e Coluna posicionam o neurénio na
rede LVQ, isto &, como coordenadas X e Y de uma matriz bi-dimensional. As
colunas valor peso 1, valor peso 2, ..., valor peso 8, correspondem aos valores
peso de cada neurdnio, que é representada na Tabela 4.3 como uma linha. A
coluna qtde ocorréncias informa o nimero de reconhecimentos realizados pelo
neurdnio na fase de treinamento e a coluna padrdo informa a classe de nivel de

nivel a que o neurénio pertence.
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Tabela 4.3 - Exemplo do contetido de um arquivo de rede LVQ (média de 3 medidas, 8

médias por entrada, rede de 10x10 neurbnios, 10 padrbes utilizados)

a3_d8_m1010_F10.txt

valor walor valor valor valor valor valor valor gtde
linha | coluna |peso 1 |peso 2 |[peso 3 |pesod [pesoS |peso B |peso ¥ |peso & |ocorréncias| padréo
0 ] 24835 | 23685 | 2,252 | 21357 | 20257 | 19216 | 1,8250 | 17404 137 F1.00
0 i 1,6382 | 1,7052 [ 1,7948 | 1,8953 | 19971 | 20951 | 21872 | 22675 76 F1.81
0 2 08314 | 0,7634 | 06951 | 06274 | 05635 | 05016 | 04434 | 0,391 109 FO.20
0 3 05408 | 05661 | 05972 | 06328 | 067 | 07079 | 07451 | 07825 158 FO.20
0 4 22333 | 2,3009 | 23999 | 25045 | 268197 | 273985 | 28612 | 29749 g2 F2.61
0 5 30728 | 30911 ) 31091 | 31269 | 31435 | 3159 | 31726 | 3,1864 101 F2.61
0 ] 21906 | 22493 | 23155 | 23889 | 24629 | 25313 | 2,5956 | 2657 139 F2.61
0 7 32554 | 33521 | 34577 | 35657 | 36845 | 38218 | 3,9825 | 4,1604 38 F342
0 g 41602 | 42669 | 43665 | 44598 [ 4546 | 46245 | 4 6963 | 4,7612 56 F4.22
0 g 36982 | 36339 | 35677 | 35022 | 34331 | 33561 | 32731 | 3184 153 F2.61
1 ] 0,9086 | 0,9143 | 0,9238 | 09373 | 0,9524 | 0,9707 | 0,092 | 10144 212 F1.00
1 i 0,1818 | 01561 | 01312 | 0,1048 | 0,0784 | 0,0531 | 0,0322 | 0,0181 121 F-0.61
1 2 -0,3893 | -0,411 [-0,4234|-04284 [ -0426 | -04167 | -0,4012 | -0,3806 a5 F-0.61
1 3 24319 | 2,385 | 23362 | 22898 | 22469 | 22069 | 21726 | 21427 143 F1.81
1 4 36557 | 37175 37802 | 38478 | 3921 | 38978 | 40757 | 41557 112 F342
1 5 2915 [ 30121 | 31014 | 31856 | 3,2602 | 3,355 | 34412 | 35291 114 F342
1 ] 2108 | 2,06878 | 2,029 1,893 [ 1,571 | 1.9229 | 1,8883 | 18608 148 F1.81
1 7 27669 | 28502 | 29422 | 30313 | 31144 | 31933 | 3,2719 | 33537 110 F2.61
1 g 21382 | 21739 | 2214 | 22555 | 22062 | 23414 | 23912 | 24418 189 F1.81
1 g 43202 | 44989 | 46649 | 48145 [ 48459 | 50633 | 51686 | 52609 34 F5.03
2 ] 27059 | 26521 | 25911 | 25299 | 2472 | 24202 | 23744 | 23314 130 F1.81
9 g 46411 | 48103 | 49601 | 500687 [ 52188 | 5.3265 | 54222 | 55028 35 F5.03
9 g 35 362 | 37805 | 40224 | 43731 | 47533 | 50799 | 5,3308 18 F5.03

4.3.2 Medida de Qualidade dos Neurdnios da Rede LVQ

Em uma rede LVQ € interessante ter neurénios com uma medida de qualidade

associada a ele. Isto é, se o conjunto dos neurbnios dessa rede classifica bem

os dados que sao apresentados. Uma forma de medir essa qualidade pode ser

a utilizagao do valor do desvio padrao de um neurdnio em a relacdo a todas as

séries temporais associadas a ele. O desvio padrao informa o grau de

dispersdo de dados em relagdo a uma média. Portanto, podem-se obter a

distancia que existe entre um ponto e 0s outros pontos de um conjunto, sendo

esse ponto um neurdnio e 0s outros pontos, os dados de treinamento.
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Os resultados baixos de valores de desvio padrdo indicam que os neurbnios
classificam bem as séries temporais que reconhece, portanto sdo bem
coerentes e coesos. Se a rede LVQ tem muitos neurénios com valor de desvio

padréo alto, essa rede néo classifica bem os dados informados a ele.

Tabela 4.4 — Exemplo de arquivo Tabela 4.5 — Exemplo de arquivo gerado
para treinar rede LVQ no treinamento da rede LVQ
entrada_lvg_a3_dd_m1010_F10 Ivg_a3_dd4_r1010_F10
wl W2 L&) v padrio data L pl o] p3 pd gt padrio
1,85 185] 1,85 1.85|F1.81 19000112 0] 0] 40269 41074 41842 426587 94[F4.22
1,85 185] 1,85 1A87|F1.81 18000114 0O 1| 43351 4449 4 555) 4 B528| B9|F4.22
185| 185) 187 186|F1.81 [ 19000118 0] 2| 44946 4p15] 47244] 458211] B3|F4.22
186] 187 188] 197|F1.81 [ 19000121 0] 3] 47036 47905 48672 49325 87|F4.22
187 188 1597 204|/F1.81 19000124 0] 4] 37464 392 41543] 4.4374| 20|F4.22
1488 197 2.04] 211|F1.81 19000127 0] 5] 35669 421158] 46613 50451 11(F5.03
197 204] 211 212[F1.81 19000130 0| 6] 445658 48447 51733 54341 14[{F5.03
204] 211 212] 213[F1.81 19000202 0 7] 59168 559202| 59157 59029(112|F5.83
211 2.12] 213 216[F1.81 19000205 0| 8] 56,1385 B147| 6146 B1376| 92|F5.83
2120 213] 218 2a3[F1.81 189000208 0] 9 6.4478) G4574| B4552| B.4435] VB|F5.53
213 216 213] 213[F1.81 19000211 110 29351 29592 29583 3.0081[120|F2.61
516l 213 2131 2 15]F1.81 | 1e000212 1] 1] 3o7s]  3123] 3.1802] 3,.2329[139|F2.61
213] 2.13] 245] 22|F1.81 | 18000217 1] 2| 43083] 4268] 42282 41872[175]F3.42
238 248 252] 258F1.81 18000307 10 3] 4.1038] 42429) 43849| 4 5227| BO|F4.22
245] 252 258 265[F261 19000310 10 4 48936 49622 50212 50707 95|F5.03
352| 268| 256 272|F261 | 19000313 11 5| 50786 51495| 52108| 5,2633| GB|F5.03
258 265 272 279|F261 19000316 11 6] 51126)] 53094) 54668 56048 21|F5.03
266 272| 273] 264[F2E1 159000319 1 7| 56,3473 53407 5.3295| 53127 |154|F5.03
272| 279 284 201|F261 e 1| 8] 57082 SEB43| 5EEEE| 5E274| 98|F5.03
8| 3] 1,58332] 18502 186158 1,8746[182|F1.81
9| 8] -0,1363] -0,1431| 0,1433| -0,1353| 146|F-0.61
9| 9] -0,4372] -0, 4444| -0 4435| -0,4339| 84(F-0.61

A Tabela 4.4 mostra uma parte do arquivo de dados de entrada do treinamento
de uma rede LVQ. Cada linha é formada por um vetor de 4 elementos, cada um
contém a média obtida de 3 medidas de nivel do rio Paraguai. Na Tabela 4.5 é
apresentado o exemplo de parte do arquivo da rede LVQ de 10x10 neurbnios
com 4 valores-peso em cada neurdnio, gerado pelo treinamento que utilizou o

arquivo da Tabela 4.4.

A qualidade dos neurbnios foi obtida através dos processamentos que

calcularam os valores de desvio padrdo através a aplicacao da férmula:

(4.2)
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X. - representa os valores de cada vetor do arquivo utilizado para treinamento

(v1, v2, v3, v4 da Tabela 4.4)

X -representa os valores de cada vetor do arquivo gerado no treinamento (p1,
p2, p3, p4 da Tabela 4.5)

n - numero de elementos por vetor

Cada informacédo de entrada foi processada para se obter o valor do desvio
padrdo entre seus valores e os valores de cada um dos neurdnios da rede LVQ
ja treinada. Esses valores de desvios padrdao foram armazenados e
acumulados de forma a representar a soma dos desvios padrdo de cada

neurdnio da rede LVQ.

Ao final do processamento, um arquivo foi gerado com os valores acumulados
por cada neurbnio, o maior valor de desvio padréo obtido de cada neurénio e o

valor total acumulado por toda a rede LVQ.

De cada linha do arquivo utilizado para o treinamento (Tabela 4.4), os valores
vl, v2, v3 e v4 foram apresentados ao arquivo gerado no treinamento da rede
LVQ, isto €, para cada neurdnio que tem os valores-peso pl, p2, p3 e p4. O

calculo do desvio padréo é exemplificado na Tabela 4.6.

Tabela 4.6 — Exemplo do célculo do desvio padréo.

i K [H =X K- X2
YN - pn Xiin
00168 -0,00435 002175 | 0,00047306
-0,0002 -0,00495 000475 | 2 2562E-05
-0,0118 -0,00495 | -000685 | 4 BA22E-05
-0,0248 -0,00495 | -0,01985 | 000038612
soma| -0,0198 sama 0,00092867
div/in | 000023217

raiz 001523704

[SSRRES IS B ]

=

Na Tabela 4.6 vemos o exemplo do desvio padréo da primeira linha do arquivo

de entrada. O neur6nio que corresponde a entrada € o da linha 8 e coluna 3
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(8,3), apresentada na Tabela 4.7. A coluna n mostra o nimero do elemento de
cada vetor, de entrada e do vetor peso, ambos com mesma quantidade de

elementos.

A coluna Xi apresenta os valores da diferenca entre os valores do vetor (v) do
arquivo de entrada e os valores do vetor peso (p) do arquivo de rede LVQ. A
coluna X apresenta o valor da média dos valores de Xi, isto €, a somatoria de
todos os valores calculos por v menos p e depois dividido por 4 (numero de
valores v e p). A coluna (Xi — X) apresenta o valor da Xi subtraido de X. A
coluna (Xi — X) ** 2 apresenta o quadrado do valor da coluna (Xi-X). Por fim,
dos valores da ultima coluna é obtido a média da qual € calculada a raiz
quadrada, resultando no valor do desvio padréo dessa primeira linha do arquivo

de entrada.

Dessa forma € obtido o valor do desvio padrao para todas as linhas do arquivo
de entrada, lembrando que os neurbnios “mortos”, ou seja, que ndo ha
ocorréncias de semelhanca com os dados de entrada, sdo ignorados para o

calculo do desvio padréao.

Tabela 4.7 — Exemplo dos resultados do célculo da qualidade da rede LVQ.

qualid_res_prev_lvq teste_a3 d4 _m1010_F10.txt

= linha| ¥= coluna| Padrdo| Of Ocorréncias na Rede Desvio Padréo
1] 1] F4.22 94 56241
0 1 F4.22 B9 4,3289
1] 2 F4.22 B3 35258
0 3 F4.22 a7 52938
0 4 F4.22 20 11,8945
1] 5 F5.03 11 17214
0 5} F5.03 14 2 2659
0 7 F5.83 112 9F25
1] 8 F5.83 92 87616
0 9 F5.83 78 77216
1 1] F2.E1 120 4514
1 1 F2.61 139 54447
1 2 F3.42 175 54213
1 3 F4.22 B0 41812
1 4 F5.03 95 5.26867
1 5 F5.03 BE 40037
1 5] F&.03 21 2086
1 7 F5.03 154 78923
1 8 F5.03 98 B E777
1 9 F&.03 144 73779
2 1] F2.61 82 44945
2 1 F2.61 121 54875
2 2 F2.E1 158 7 5501
2 3 F4.22 a6 40359
2 4 F2.61 95 38319
2 ) F3.42 135 4 5266
2 5] F3.42 163 58815




A Tabela 4.7 apresenta um exemplo dos resultados do processamento da
gualidade dos neurdnios da rede LVQ de 10 por 10 neurbnios. As colunas Y e
X contém a posi¢cado do neurdnio na rede LVQ, em linhas e colunas. A coluna
“Padrao” contém o padrdo que o neurbnio representa; a coluna “Qt.
Ocorréncias na Rede” apresenta o numero de correspondéncias que o
neurdnio reconheceu no treinamento. A coluna “Desvio Padrao” apresenta a

soma dos desvios padréo de cada neurdnio.

Os valores de desvio padrao calculados mostraram sua utilidade representando
bem a semelhanca entre os valores de entrada e valores-peso dos neurdnios

vencedores.

Os valores de desvio padrdo da rede 10x10 sdo maiores que os das redes
20x20 e 30x30. Esse resultado é porque em redes menores 0s neurbnios
reconhecem um conjunto maior de dados de entrada, classificando-os de forma
mais generalizada. Portanto, o resultado do célculo do desvio padréo tendera a
ser maior que nas redes maiores. Nas redes maiores, os valores de desvio
padrdo sado menores mostrando que uma rede maior tem maiores
possibilidades de existir neurénios melhor treinados e classificar de forma mais

precisa.

Em algumas ocasifes o valor de desvio padrdo foi zero, isto é, uma
identificagc&o perfeita entre o neurdnio e o valor de entrada. Embora o resultado
seja O6timo, ndo se pode afirmar que o neurdnio consegue classificar
perfeitamente os dados de entrada, pois ha poucas ocorréncias de desvio
padrdo zero. Para indicar uma representatividade melhor desses neurdnios, o
namero de ocorréncias que indica os reconhecimentos dos dados de entrada
deveria ser maior, bem como o niumero de neurdnios com esse desvio padrao
também deveria ser maior. Esses valores sugerem que a rede seja coerente e

gue consegue realizar uma boa classificacdo dos dados de entrada.
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4.4 Previsdes e Resultados obtidos

A Tabela 4.8 e Tabela 4.9 mostram os resultados das previsdées com erros 0%,
nas diversas configuracbes de redes LVQ de 7 periodos utilizadas para
previsdo de um passo adiante por vez, em 4 passos consecutivos. A Tabela 4.8
apresenta as quantidades de redes LVQ com resultado erro 0% e a Tabela 4.9
mostra os valores percentuais de cada configuracéo de rede LVQ, em relacdo
ao total de 301 redes em que os resultados foram de erro 0%. As auséncias de
valores indicam que ndo houve redes com este resultado. Na Tabela 4.8, a
coluna Medidas para média informa o niamero de medidas utilizadas para o
calculo do valor de cada elemento do vetor de entrada. A coluna Entradas
informa a quantidade de médias ou elementos do vetor de entrada. A coluna
Total apresenta a quantidade de redes LVQ que resultaram em erro 0%, para
cada linha da coluna Padrdo discretizado. Esta coluna mostra os numeros de
padrdes utilizados pelas redes LVQ. Os titulos 10x10, 20x20, 30x30, 50x50 e
100x100 representam os tamanhos das redes LVQ utilizadas e suas colunas
mostram as quantidades de redes LVQ com erro 0% para cada configuracao

de tamanho de rede.
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Tabela 4.8 - Resultado com 0% erros, em quantidade de redes LVQ, dos 7 periodos.

Quantidades de Redes LY@ por resultados com 0 de erros - 7 periodos selecionados
Mimero de Tamanho darede LYE [ neurdnios & neurdnios)
Fadrées
IWedidas para média Entradas Total | discretizados 1010 20620 F0x30 A0x60 100x100
média de 3 medidas 4 22 n 3 4 5 5 5
] 20 1 2 2 2 2
10 30 2 2 2 2 2
14 1] 2 3 3 3 3
12 00 3 3 3 3
E7 g 14 15 15 15
8 14 10 2 2 3 3 4
12 20 2 2 2 3 3
10 30 2 2 2 z 2
15 ] 2 4 3 3 3
12 100 2 2 2 3 3
E3 jul 12 12 14 15
12 14 10 3 3 2 3 3
1 20 2 1 2 3 3
13 30 3 1 3 3 3
17 1] 3 3 3 4 4
1 100 2 1 2 3 3
EE jic] ] 12 16 &
196 K 35 34 45 46
média de 10 medidas 4 1 U] 2 2 2 2 3
g z0 1 1 1 1 1
g 30 1 1 1 1 1
5 1] 1 1 1 1 1
3 L] 1 1 1
29 E E E 5 E
2 10
20
30
]
100
12 0
z0
30
1]
00
29 E E E g E
média de 30 medidas 4 E n 2 1 1 1 1
g z0 1 1 1 2
4 30 1 1 1 1
g 50 1 1 1 2
3 100 1 1 1
23 2 5 4 g T
g 14 10 1 3 4 3 3
2 20 1 2 3 2
E 30 2 2 2
3 ] 1 1 1
2 100 1 1
33 1 E g k] ]
12 10 0 2 3 2 2 1
B z0 1 1 1 z 1
1 30 1
2 50 1 1
1 00 1
] 3 5 5 o] 2
6 B 16 17 13 12
Total de redes LV [ zm [ 42 | s7 T ez ] ®n | T
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Tabela 4.9 - Resultado com 0% erro, por percentual de redes LVQ, dos 7 periodos.

Fercentual de Redes LYQE por resultados com 0% de erros - 7 periodos selecionados

Mimero de Tamanho da rede LYE [ neurdnios » neurdnios)
Padrées
Medidas para média Entradaz Total | discretizados 10810 20nz0 F0x30 BlxG0 100:100
média de 3 medidas 4 T 0 1002 133 166 1EE 166
2,99 20 0,33 0,66 0,662 0,662 0,662
3,38 30 0,662 0,66 0,662 0,662 0,662
L X170 1] 0,662 1,003 1003 1,005 1002
3,99 100 1,003 1003 1,005 1002
22,26 2663 4,665 4,983 4,983 4,983
g L X170 10 0,662 0,66 1003 1,00 133
3,99 20 0,662 0,66 0,662 1,005 1002
3,38 30 0,662 0,66 0,662 0,662 0,662
4,98 1] 0,662 133 1003 1,005 1002
3,99 100 0,662 0,665 066 1,002 1002
20,93 332 3,99 399 465 4,983
12 L X170 10 1002 1,003 0,662 1,00 1002
366 20 0,662 0,33 0,662 1,005 1002
4,32 30 1002 0,33 1003 1,00 1002
B EG 1] 1002 1,003 1003 133 133
3,60 100 0,662 0,33 0,662 1,005 1002
2193 4,323 2995 399 b.32% 5323
EE, 125 10,30 1,635 12,96 14,96 15,284
média de 10 medidas 4 366 0 0,662 0,66 0,662 0,662 1002
1 6B 20 0,33 0,33 0,33 0,33 0,33
166 30 0,33 0,33 0,33 0,33 0,33
166 1] 0,33 0,33 0,33 0,33 0,33
1,003 100 0,333 0,33 0,333
9,635 199 1,99 1393 1E6 139
g 0
20
30
1]
100
12 0
20
30
1]
100
9,635 139 1,99 1393 1E6 139
média de 30 medidas 4 199 10 0,662 0,33 0,33 0,33 0,33
166 20 0,33 0,33 0,33 0,662
133 30 0,33 0,33 0,33 0,33
166 1] 0,33 0,33 0,33 0,662
1,003 100 0,33 0,333 0,333
7B 0,662 166 133 1E6 2o3an
g L X170 10 0,33 1,003 133 1,005 1002
2.BE 20 0,33 0,B62 1,002 0,B62
199 30 0,66 0,662 0,662
100 1] 0,33 0,33 0,33
0,66 100 0,333 0,333
10,962 0,333 1,99 266 2993 2993
12 3,38 10 0,662 1,003 0,662 0,662 0,33
199 20 0,33 0,33 0,33 0,662 0,33
0,33 1] 0,33
0,66 1] 0,33 0,33
0,33 100 0,33
BG4 1002 1,66 166 1E6 0,662
20,200 199 5,32 560 E31% 5983
Tatal de redes LY [ 100,00 14,295 15,94 aognw | zrar | zaEem
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A leitura da Tabela 4.8, para a primeira linha pode ser feita da forma: “das
redes LVQ geradas por 3 medidas para célculo de média, 4 médias por entrada
e utilizacdo de 10 padrdes discretizados, foram obtidas 22 redes com erro 0%
para previsdo de um passo adiante, por 4 passos consecutivos. Os resultados
estdo distribuidos em 3 redes com tamanho 10x10, 4 para 20x20, 5 com
tamanho 30x30, 5 para rede 50x50 e 5 redes com tamanho 100x100
neurbnios”. E a leitura dos valores totais da Tabela 4.8 pode ser feita como:
“das 301 redes LVQ com erro 0% para previsao de um passo adiante, por 4
passos consecutivos, 43 delas ocorreram com rede de 10x10 neurbnios, 57 em
rede de 20x20, 62 em rede de 30x30, 69 com tamanho 50x50 neurdnios e 70

em redes de 100x100 neurdnios”.

Para a Tabela 4.9 aplica-se a mesma leitura, porém em percentual de cada

configuracdo em relacdo ao total de 301 redes LVQ com erro 0%.
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As Tabelas 4.10, 4.11, 4.12 e 4.13, apresentam o0s resultados por tipo de
configuracéo das redes LVQ das previsdes de um passo adiante, por 4 passos
consecutivos. Nas tabelas menores sdo mostrados os valores em quantidades
e has maiores, 0s Vvalores detalhados por periodo selecionado, com
apresentacao percentual em relacdo ao total de 1575 redes LVQ processadas

para previsao.

Tabela 4.10 - Resultados por nimero de medidas por média, redes LVQ dos 7

periodos.
Mimero de Medidas para Média
% erros a3 all a30 Total
0% 196 12449 29  1,564% 6 4.83% 301 1911%
1900 jan_a 1930 =et 0 ] 4 4
1300 jan_a_ 1947 dez Fic: 23 27 123
1900 _jan_a_ 1959 akr a4 1 25 &
1900 jan_a 1972 =et 24 ] 20 44
1900 jan_a 1995 fey 1| ] 0 31
1872 mai_a 1995 fev 10 ) 0 15
18583 _abr_a 1995 fav 4 0 0 4
=0% e==17% 295 1592%( 145 9.2M% B 4 352% a11 532 44%
1900 jan_a 1930 =et G5 5] 1 7
1300 jan_a_ 1947 dez 2 12 15 24
1900 _jan_a_ 1959 ahbr 21 43 a0 114
1900 _jan_a 1972 =et 30 0 1] 30
1900 jan_a 1995 fey 44 25 2 1
1972 mai_a 1995 fev G5 30 0 a5
18583 _abr_a 1995 fev 71 28 0 100
=17% 31 197% Jol  2229% | 351 2419% | 763 48 44%
1900 jan_a 1930 =et 10 69 ¥ 149
1300 jan_a 1947 dez 0 40 33 V3
1900 _jan_a_ 1959 ahbr 0 31 0 31
1900 _jan_a 1972 =et 21 7o a5 151
1900 _jan_a_ 1995 fev 1] a0 73 123
1972 mai_a 1995 fev 0 40 75 115
18583 _abr_a 1995 fev 0 46 75 14
Total 525 525 525 1575
rimero de Medidas para Média
% erros a3 a1l a30 Total
0% 196 29 Fl= 3
==17% 295 145 G a1
=17% a1 391 381 63
Total 525 525 525 1575
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A Tabela 4.10 mostra as quantidades de redes LVQ por numero de medidas

utilizadas na média (colunas a3, al0 e a30), pelos 7 periodos e por tipo de erro
(coluna % erros).

A Tabela 4.11 mostra as quantidades de redes por numero de entradas

(colunas d04, d08 e d12), pelos 7 periodos e por tipo de erro (coluna % erros).

Tabela 4.11 - Resultados por nimero de pesos / neurdnio, redes LVQ dos 7 periodos.

Mumera de Ertradas

e Brros 04 da 12 Total
0% 119 7 56% 95 B10% 86 S546% 301 1911%
1900 _jan_a 1930 set 0 4 0 4
1900 jan & 1947 dez 67 28 28 123
1900 _jan_a_ 1953 gh 20 34 26 a0
1900 jan a 1872 =zet 13 14 12 44
1900 jan & 1995 fev a G 20 3
1972 mai_a 1995 fey 10 5 0 15
1933 abr & 1995 fey 4 0 0 4
=0% e==17% 229 1454% | 165 1048% | 117 TA43% 511 32.44%
12900 jan_a 1830 =zet a0 27 13 72
1900 jan_a 1947 dez 3 149 7 29
18900 jan_a 1959 ahr a5 33 24 114
1900 jan & 1972 et 10 10 10 30
1900 _jan_a 1995 fev 45 20 G ™
1972 mai_a 1995 fey 40 25 30 95
19833 abr_a 1995 fev 45 29 25 100
= 17% 177 11.24% | 264 6 76% | 322 2044% | VB3 4544%
1900 jan & 1930 et 45 44 G0 149
1900 _jan_a_ 1947 dez 5 28 40 73
12900 jan & 1959 ahr 0 G 25 1|
1900 _jan_a 1972 set 52 46 53 151
18900 jan_a 1995 fev 25 44 449 123
1972 mai & 1995 fey 25 45 45 115
19533 abr_a 1995 fev 25 46 a0 121
Total 525 525 525 1575
Mumero de Médias por Entrada / Registro
% Brros dig dis o1z Total
0% 119 96 [ ]=] 301
==17% 229 165 117 211
= 1% 177 264 S22 VE3
Total 525 525 525 1575
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A Tabela 4.12 mostra as quantidades de redes por padréo discretizados
(colunas F010, F020, FO30, FO50 e F100), pelos 7 periodos e tipo de erros

(coluna %erros).

Tabela 4.12 - Resultados por nimero de padrfes utilizados nas redes LVQ, dos 7 periodos.

Padries dizcretizados de Mivel do Rio Paraguai

% erros FO10 Fo20 FO30 FOS0 F100 Total
0% 91 575% 56 356% 49 311% B1  387% 44 2.79% 301 1911%
1900 jan_s 1930 =et 4 0 0 0 0 4
1900 jan_a 1947 dez 29 26 25 23 20 123
1900 jan_a 1959 abt 23 10 17 19 11 a0
1900 jan_s 1972 =et 11 7 3 14 9 44
1900 jan_s 1995 few 14 4 4 4 4 A
1972 mai_a_1995 fev 53 9 0 0 0 15
1983 _abr_a 1995 fey 4 I 0 I 0 4
=0% e==17% 84 533% 121 7 ES% 119 7 56% 88 559% 99 B 29% 511 32.44%
1900 jan_a 1930 zet 21 16 15 10 10 e
1900 jan_a 1947 dez 0 12 7 4 5 29
1900 jan_a 1959 abt 16 30 22 19 2r 114
1900 jan_s 1972 =et 0 15 15 0 0 30
1900 jan_a 1995 fev 7 17 16 15 16 71
1972 mai_a_1995 fev 24 11 20 20 20 a5
1963 _abr_a 1993 fey 16 20 24 20 20 100
=17% 140  589% 138 8 7E% 147 9.33% 166 1054% | 172 1092% 763 45 44%
1900 jan_a 1930 set 20 29 30 35 35 144
1900 jan_a 1947 dez 16 7 13 18 14 73
1900 _jan_a_19529_abt B 5 5] 7 7 i
1900 jan_s 1972 =et 34 23 27 Gy 36 151
1900 jan_a 1995 fev 24 24 25 25 25 123
1972 mai_a_1995 fev 15 25 25 25 25 115
1983 _abr_a_ 1995 fev 25 25 Al 25 25 121
Total 35 35 35 35 M5 1575
Padrdes de Mivel do Rio Paraguai
9% erros FO10 FO20 FO30 FOs0 F100 Total
0% a1 &6 45 1 44 01
==17% el 121 119 i g9 511
= 17% 140 138 147 166 172 763
Total 315 15 15 315 315 1575
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A Tabela 4.13 mostra as quantidades de redes por tamanho (colunas 10x10,
20x20, 30x30, 50x50 e 100x100 neurdnios), pelos 7 periodos e por tipo de erro

(coluna %erros).

Tabela 4.13 - Resultados por tamanho das redes LVQ (nimero de neurénios), redes LVQ dos 7

periodos.
Tamanho de rede LV [ neurdnios X neurdnios )
% erros 10x10 2020 30x30 S0=50 100100 Total
0% 43 2 73% 57 3R2% B2  394% B9 438% 70 444% 3 19,11%
1900 jan_a 15830 =et 0 1 1 1 1 4
1900 _jan_a 1947 dez 22 e 25 25 24 123
1900 _jsn_a 1953 abt 12 11 13 21 23 &0
1900 jan_a 15972 =&t 1 10 11 11 11 44
1900 _jan_a 19395 few 5 4 a 7 7 il
1972 _mai_a 1995 fey 3 3 3 3 3 13
1983 _ahbr_a 1995 fev I 1 1 1 1 4
=0% e==17% 103 B54% | 110 B958% 105 BE7T% 97 EB1E% 95  E10% =11 32 44%
1900 jan_a 15830 set 14 16 14 14 14 72
1900 jan_a 1947 dez 4 G 7 B B 29
1900 _jan_a 1959 abt 24 27 27 19 17 114
1900 jan_a 15972 =et B G B 5 B 30
1900 jan_a 1995 fey 16 16 12 13 14 71
1972_mai_a 1995 fev 19 19 19 19 19 a5
1953 _ahr_a 1995 fey 20 20 20 20 20 100
=17% 169 1073%| 148 940% 148 940% 149 946% 149 946% TE3 48 44%
1900 jsn_a 1930 set kil 28 30 30 30 149
1900 _jan_a 1947 dez 19 12 13 14 15 T3
1900 _jan_a 1953 abt L 7 5 5 5 il
1900 jsn_a 1972 set 38 29 28 28 28 151
1900 jan_a 19395 fev 24 25 25 25 24 123
1972 _mai_a 1995 fev 23 23 23 23 23 115
19583 _ahr_a 1995 fey 23 24 24 24 24 129
Tatal 35 35 35 35 1 ] 1575

Tamanho de rede LV

Yo BFrOS il 010 m2020 ma030 madsd | m100100 Total
0% 43 57 [ 2] 70 1)
==17% 103 110 105 a7 g6 511
=17% 169 143 145 1449 1449 7E3

Total M5 M5 il M3 M3 1575

ApoOs os 1575 processamentos de previsdo, foi escolhida a rede LVQ de 30x30
neurdnios, gerada e treinada utilizando 30 medidas para média, 12 entradas,
20 padrdes discretizados com seus resultados para comparacao aos do artigo

mencionado (Tabela 4.1).
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A Tabela 4.14 tem a mesma apresentacdo da Tabela 4.1 para facilitar a
comparagdo. Em ambas as tabelas, sao apresentados os resultados
percentuais, por previsdo para um passo, dois passos, trés e quatro passos
adiante. Observa-se que cada passo nesta previsdo corresponde a um més, e
os valores previstos pela rede LVQ foram para a primeira medida de nivel do

MES a ser previsto.

Tabela 4.14 - Resumo dos resultados de previsdo realizados pela rede LVQ 30x30
neurbnios, treinada pelos parametros: 12 entradas, 30 medidas para
média de cada entrada, 10 padrdes discretizados.

Resultados obtidos pela Rede L0 a30_d12 _m3030_F20

gtde de valores dados obtidos para prever Resultados obtidos
médios mensais de ate de ate
274 maifi 2 fenw/I5 mar/H5 Jun/95 mars5 abrH5 mai/5 Jun/95
erro relativa 0,00% 0,00% 0,00% 0,00%
576 jan/00 dezi47 jan/4g abr/45 janfa7 fewldy marid7 abr/a7
erro relativo 0,00% 4 BE3% 14, 73% 24 44%
369 Jan/do set/30 out/30 jani31 outf30 novi30 dez/30 jani31
erro relativa 0,00% 0,00% 0,00% 0,00%
712 Jan/do abr/o9 e ago/o9 rmaifss junfs9 julis9 ago/o9
grro relatvo B3,18% 000% 14,00% 45 00%
73 Jan00 set/72 outi72 Janf73 outf7 2 novii2 dezii2 Jani73
grro relative 29.90% 91,74%  48.80% 3517%
143 abr/83 fene/35 mar/95 Jun/25 mar5 abr/5 maifd5 Jun/95
erro relativo 0,00% 0,00% 0,00% 0,00%
1291 Janfo few5 matf¥5  junf5 rmar95 abr95 rmaif95 junf=5
grro relative 23.97% 48.40%  4201% 29 00%

Estdo destacados os valores obtidos pela rede LVQ em comparacado aos do

artigo em:
- resultados com erros 0%:;

- resultados com percentual de erro abaixo do apresentado pelo artigo, porém
acima de 0% e;

- 0s resultados com percentual de erro acima do apresentado pelo artigo.
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4.4.1 Outros Processamentos de Previsao

Foram processados previsdes para alguns dias do més de Agosto de 2007
através das 300 redes LVQ treinadas com as medidas de 1900 até 2007 e
diversas configuracoes.

Inicialmente, previsdes para 1 dia, 2 dias, 3 dias, até para 21 dias, ou seja, 1
passo, 2 passos, 3 passos, até 21 passos, sempre com a data 31 de julho de
2007 como referencia e dai para adiante.

Nesses processamentos, o resultado de um passo é utilizado para o
processamento do passo seguinte. Por exemplo, para a previsao de 4 passos
consecutivos, 0 processamento realizou a previsao para 1° dia, o resultado foi
acrescentado para a previsao do dia seguinte (2° dia) com descarte da medida
mais “antiga”; o resultado desse processamento (2° dia) foi acrescentado para
a previsdo do 3° dia (com descarte da medida mais “antiga”); o resultado da
previsdo do 3° foi acrescentado para a previsao do 4° dia e por fim, o resultado
da previsdo do 4° dia que é o objetivo da previsédo. E assim foi feito para todos

0S processamentos.

Os resumos dos resultados podem ser observados nas Tabelas 4.15, 4.16,
417, 4.18, 4.19 e 4.20, em que as quantidades de redes LVQ sé&o
apresentadas com suas configuracbes. Também s&o apresentados o0s

resultados percentuais de cada configuracéo, das situacdes com erros 0%.
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A Tabela 4.15 mostra os resultados da previsdo para 1 passo adiante com as
quantidades de redes LVQ por configuracao.

Tabela 4.15 - Resultado Erros 0%, por quantidade de redes LVQ, previsdo de 1 passo.

Nimero de redes L¥YE com resultado 0% de erros para previsao de 1 passo adiante
Conjunto de medidas de janeiro de 1900 até julho de 2007
Mimero  de Tamanho da rede LWE [ neurdnios » neurdnios)

Padrdes
Medidas para média Entradas | discretizados 10410 20:20 F0w30 B0xE0 100100 Tokal
3 4 10 1 1 1 1 1 5
média de 3 medidas 20 1 1 1 1 1 ]
30
a0
100

g

g 0
20 1 1 1 1 1 ]
20
&0
a0

20 1 1 1 1 1 5
30
1]
100

0 4 10
média de 10 medidas 20
30
&0
100

20
30
a0
100

20
30
a0
100

30 4 10
média de 30 medidas 20 1 1 1
30 1 1 1 1 1
a0 1 1
100

ra oG

(¥
-
[
[
u
]

20 1 1 1 1
20 1 1 1
1]
100

[E I ]

20 1 1 1 3
30 1 1 1 3
50
100

-
1)
-1}
1)
-1}

25
[ 48

@
-
-—h
=
-—h
=
-k
=

Total de redes LWG: |
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A Tabela 4.16 apresenta as quantidades percentuais em relacdo ao total de
resultados com erros 0%.

Tabela 4.16 - Resultado Erros 0%, por percentual de redes LVQ, previsdo 1 passo.

Nimero de redes LYE com resultado 0% de erros para previsio de 1 passo adiante
Conjunto de medidas de janeiro de 1900 até julho de 2007
Mamero  de Tamanho da rede L'YQ [ neurdnios & neurdnios]
Padrdes
Medidas para média Entradas | discretizados 10z10 20x20 F0%30 B0xE0 100100 Total
3 4 10 217 2T A - 217 2T 10,872
média de 3 medidas 20 21 217 A - 217 217 10,872
a0
50
L]

4,352 4,355 4,353 4,352 4,35 21,745
g 0 217% 21

20 2174 AT 217 AT 217% 10,87
20
a0
o0

217 217 2,17 2,17 4,35 12,042

20 21 21r4 217 2,17 21r 10,87
30
a0
jLi1]

217 217x 217% 217 217 10,873
8,70 870z 870 8,70 10873 45.65%

0 4 0
média de 10 medidas 20
a0
B0
1010

20
30
50
00

20
a0
a0
00

30 4 u
média de 30 medidas 20 2174 217 217% ERZM
30 2174 217 217 AT 217% 10,87
50 2174 A - 4,385
00

4.35% 217x 4.35% 4.35% 6.52% Z21.74%
g u 2174 217 4,36
20 21rx 217 2174 217 870
20 A - 2,17 2174 E52M
a0
00

217 4352 4. 302 4,302 4355 1957

20 21 207 2.1r= B.02x
a0 21 21 217 EG2
]
L]

217 4355 4.35% 2073 13,04
8,70z 6.52%% 130422 13043 13043 54,382
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As Tabelas 4.17, 4.18, 4.19 e 4.20 apresentam os resultados por tipo de
configuracédo das redes LVQ, em valores de quantidade de redes LVQ e sua
representacado percentual em relacdo ao total de redes LVQ processadas na
previsdo de um passo adiante. Nas tabelas, em cada célula sdo apresentadas:

e na primeira linha, o valor da quantidade de redes LVQ que atendem ao
tipo de erros e sua representacdo em percentual em relacdo ao total
dos casos da linha da tabela;

e na segunda linha de cada célula, as representacdes em percentual dos
valores das quantidades de redes LVQ em relacéo ao total da coluna da
tabela;

e na ultima linha de cada célula, as representacdées em percentual dos
valores da quantidade de redes LVQ em relacdo ao total geral da

respectiva tabela (Gltima célula das linhas e das colunas).
A Tabela 4.17 mostra as quantidades de redes LVQ por niumero de medidas
utilizadas no calculo da média (colunas a3, al0 e a30) e por tipo de erro

(coluna % erros).

Tabela 4.17 - Resultados por nimero de medidas por média, para previsao de 1 passo

adiante.
Mimero de Medidas para Média - de 1900 até 2007
% erros all all a3l Total
0% 21 28,00% 0 0,00% 25 33,33% 46
45 65% 0,00% 54 35%
9.33% 0,00% 11,11%
=0% e==17% 54 T200% 75 100,00% Al BE 6T % 1749
3017% 41,90% 27 93%
24 00% 33,33% 22.22%
=17 % 1] 0,00% 0 0,00% 0 0,00% 1]
0,00% 0,00% 0,00%
0,00% 0,00% 0,00%
Total Ta Th Th 224
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A Tabela 4.18 mostra as quantidades de redes por numero de entradas

(colunas d04, d08 e d12) e por tipo de erro (coluna % erros).

Tabela 4.18 - Resultados por nimero de entradas, para previsdo de 1 passo adiante.

Mimero de Entradas - de 1900 até 2007

% BITOS d04 ddg dl2 Total
0% 20 2667% 15 20,00% 11 14, 67% 4F
43,48% 32.61% 23,81 %
B,89% B,BT% 4,89%
0% e==17T% A5 73,33% GO 80,00% Fid 85,33% 174
30,73% 33,52% 4 T5%
24,44% 26,67 % 28.44%
=17% 0 0,00% o0 0,00% 1] 0,00% 1]
0,00% 0,00% 0,00%
0,00% 0,00% 0,00%
Tatal 74 75 74 225

A Tabela 4.19 mostra as quantidades de redes em numero de padrbes
discretizados (colunas F010, F020, FO30, FO50 e F100) e por tipo de erros

(coluna % erros).

Tabela 4.19 - Resultados por numero de padrdes utilizados nas redes LVQ, para previsdo de 1

passo adiante.

Padries discretizados de Mivel do Rio Paraguai - de 1900 até 2007

% arrog Fot1o Fozao Fo3a Fos0 F100 Total
0% ] 17, 78% 25 A5 56% 11 24 44% 2 444% 1] 0,00% 46
17,39% 54,35% 2391 % 4,35% 0,00%
3,56% 11,11% 4,89% 0,89% 0,00%
=0% e==17% ar B22I% 20 44, 44% 34 75,56% 43 9556% 45 100,00% 179
20,67% 11,17% 18,99% 24, 02% 2514%
16,44% 8,89% 15,11% 19,11% 20,00%
=17% 1] 0,00% 0 0,00% 0 0,00% 0 0,00% 1] 0,00% 0
0,00% 0,00% 0,00% 0,00% 0,00%
0,00% 0,00% 0,00% 0,00% 0,00%
Total 45 45 45 45 45 235
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A Tabela 4.20 mostra as quantidades de redes por tamanho (colunas 10x10,
20x20, 30x30, 50x50 e 100x100 neurdnios) e tipo de erro (coluna % erros).

Tabela 4.20 - Resultados por tamanho das redes LVQ, para previsao de 1 passo adiante.

Tamanho de rede Y0 - de 1900 até 2007

% Brros 10%10  neurdnios [20%20 neurdnios |30x30 neurdnios |50x50 neurdnios [100x100 neurdnios Total
0% a 17.78% T 15,56% 10 2222% 10 2222% 11 2. 44% 456
17,39% 16,22% 21.74% 21.74% 2391%
3,56% 311% 4. 44% 4,44% 4 89%
=0% e==17% a7 82,22% 38 84,44% kil Tr7e% LT ) 34 T5,56% 1749
2067% 21,23% 1955% 1955% 13,99%
16,44% 16,89% 158,56% 158,56% 1511%
=17% 1] 0,00% 1] 0,00% i] 0,00% i] 0,00% 1] 0,00% ]
0,00% 0,00% 0,00% 0,00% 0,00%
0,00% 0,00% 0,00% 0,00% 0,00%

Total

45

45

45

45

45

235

Nas linhas de cada tabela s&o informados os percentuais em relagéo: ao total

do tipo de erro, ao total da coluna e ao total de redes LVQ utilizados na

previsao (225 redes).

Sado apresentados nas préximas tabelas, os resultados da previsdo, em que a

partir de uma data € previsto o nivel de 21 passos adiante, com utilizacéo

apenas dos valores calculados e previstos pelo processamento. Foram

processadas 4725 previsdes, que € o valor acumulado para o processamento

por passo (225 processamentos) em 21 passos de previsao (21 x 225 = 4725).

A Tabela 4.21 apresenta os resultados desse processamento com 0% erros em

490 redes LVQ, classificadas pelas configuracdes que geraram essas redes.
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Tabela 4.21 - Resultado com 0% erros, por quantidade de redes LVQ, para previsdo

de 21 passos adiante.

MNimero de redes LYQ com resultado 022 de erros para previsao de 21 passos adiante
Conjunto de medidas de janeiro de 1900 até julho de 2007
Midmera  de Tamanho da rede LY@ [ neurdnios # neurdnios]
Fadrées
Medidas para média Entrada=s dizcretizados 10x10 20x20 30530 0850 100100 Total
3 4 10 21 21 21 21 21 105
média de 3 medidas 20 7 T 7 7 7 36
30
]
100
28 28 28 28 28 140
g 10 21 21
20 T T T ¥ T 35
a0
a0
100
7 7 7 7 28 56
12 10
z0 7 T 7 T 7 il
an
50
100
7 7 7 7 7 35
42 42 42 42 63 231
10 4 10
média de 10 medidas 20
n
50
100
g 10
20
30
&0
100
12 10
20
30
]
100
30 4 10 19 19
média de 30 medidas 20 1 E 2 2 1
30 E 2 10 2 10 a0
] T z 4 4 17
100 1 1 2 4
15 28 16 [ 16 81
] 0 21 ] 1 1 21 62
20 13 4 g 3 3 28
30 3 1 2 2 1 k|
50 1 1 2
100 1 1
37 14 9 7 25 92
12 10 2 z 3 14 | 36
20 3 4 10 E 4 27
a0 1 4 3 g
a0 ] 2 4 0
100 1 1 2 1 g
] ¥ 24 30 17 86
&0 49 49 43 58 259
TotalderedesLvio: ] w2 [ 91 [ a1 | 85 [ 121 [ 490
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Na Tabela 4.22 os resultados sédo apresentados em quantidade de redes em
valores percentuais de cada resultado do total de redes LVQ com 0% erro.

Tabela 4.22 - Resultado com 0% erros, por percentual de redes LVQ, para previséao

de 21 passos adiante.

Nimero de redes L¥Q com resultado 03 de erros para previsio de 21 passos adiante
Conjunto de medidas de janeiro de 1900 até julho de 2007
Mamero  de Tamanho da rede LY@ [ neurdnios & neurdnios]
FPadrdes
Medidas para média Entradas | discretizados 10x10 20z20 030 S0z50 100100 Tokal
3 4 10 4,28 428 4285 LRt 428 2143
média de 3 medidas 20 143 143 1430 143 143 T
30
&0
00
5,71 L 5.7 1 L L 28.57x
2 10 4,232 4.29%
20 143 143 1437 143 1435 AL =
30
a0
00
143 143 143 143 Lo 143
12 10
20 143 1435 1435 143 143 AL =
a0
a0
00
1,433 1435 1433 1435 143 4
B.57 8.5 B.5T 857 12,863 A7 143
10 4 10
média de 10 medidaz 20
20
a0
o0
g jul
20
30
A0
00
12 10
20
30
&0
00
30 4 10 3,88 388
média de 30 medidas 20 0,20 122% 041 041 2.24%
30 lezx= 041 204 041 204 B2
&0 1473 0,413 082 022 34T
00 0,205 0,205 0413 082
3065 5. 715 327 L2325 327 16,535
2 0 4.29% 163 020 0,20 4,23 10,61
20 260 058 10&x 061 06T 571
a0 061 0,20 0,413 041 0,20 184
a0 0,20 020 041
00 0,205 0,205
F.5h 2. 862 1842 143 5102 1878
12 0 041 041 184 ot 184 T3EM
20 06 0,82 2,045 1.22% 022 651
30 020 082 061+ 163
50 061 061 0,82 2043
00 0,20 020 041 0,20 1023
1633 1435 4,905 6. 125 347 17,559
12,243 10,00 10,002 878 11,842 52,863
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As Tabelas 4.23, 4.24, 4.25 e 4.26 apresentam os resultados por configuracao

de redes LVQ, por tipo de erro e em percentual representativo em relagédo ao

total de 4725 processamentos de previséo.

A Tabela 4.23 apresenta os resultados por configuracdo de nimero de medidas

para média.

Tabela 4.23 - Resultados por nimero de medidas por média, para previsao de 21

passos adiante, consecutivos.

Cuantidade de Fedes LY por Ndmera de Medidas para Média - de 1900 a 2007

% erros a3 a1l 230 Total
0% 3 14 57 % 0 0 00% 255 16 ,44% 490 10 37 %
47 14% 0,00% A2 BE%
4 89% 0 00% 5 48%
*>0% e < 17% 1344 B533% 1388 B88.13% 903 57 33% J635 VB Y93%
36 57 % 38,18% 24 Bd%
28 .44% 29 38% 19 .11%
== 17 % 0 0,00% 187 11.87% M3 26,22% GO0 12 70%
000% 0,00% 0,00%
0.00% 3 96% 874%
Tatal 1575 1575 1575 4725

A Tabela 4.24 apresenta os resultados através do numero de entradas.

Tabela 4.24 - Resultados por numero de entradas, para previsdo de 21 passos adiante,

consecutivos.
Cuantidade de Redes L0 por Ndmero de Entradas - de 1300 a 2007
% erros d04 d05 d12 Tatal
0% 21 14,03% 145 9.40% 121 ThB% 480 1037 %
45 10% 30,20% 24 B8%
4 58% 3,13% 256%
=0% e<17% 1303 8273% M3z 7157% 1200 76,19% 3635 B 93%
35,85% 31,14% 33,01%
27 58% 23 96% 20 40%
== 17% a1 3.24% 295 18,73% 284 1613% 600 12 70%
0,00% 0,00% 0,00%
1.058% b,24% 5.358%
Tatal 1575 1575 1575 4725
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A Tabela 4.21 apresenta os resultados por numero de padrfes utilizados e a

Tabela 4.26 por tamanho das redes LVQ, em neurdnios x neurdnios.

Tabela 4.25 - Resultados por niumero de padres utilizados nas redes LVQ, para previsdo de 21
passos adiante, consecutivos.

Cuantidade de Redes LVQ por Padrdes de Nivel do Rio Paraguai - de 1900 a 2007

% erros Fo10 FO20 F030 F0s0 F100 Total
0% 233 24E6% 171 18,10% & 457% 28 296% 11 1,16% 480 1037%
47 55% 34.90% 8.59% 571% 224%
493% 362% 0.59% 0.59% 0.23%
0% e<17% Bo3  7228% B9 7302% B 77 EE% 738 7820% /o7 §328% B3k 7695%
18.78% 19.00% 2024% 2032% 2154%
14 46% 14.62% 15 58% 15 5% 16 £6%
= 17% 29 307% 83  8.78% 1682 17,14% 178 1884% 147 15.56% 593 12EB%
0,00% 0,00% 0,00% 0,00% 0,00%
0E1% 1.76% 343% 377% 311%
Total 945 945 545 245 945 4725

Tabela 4.26 - Resultados por tamanho das redes LVQ, para previsdo de 21 passos adiante,

consecutivos.
Quantidade de Redes Y0 por Tamanho - de 1900 5 2007
% erros 10%10  neurdnios 20020 neurdnios | 30%30  neurdnios 50%50  neardnios | 100x100 neurdnios | Total
0% 102 1079% a1 QE3% 91 963% g5 8.09% 121 12.80% 480 10,37%
20,82% 1857% 1857% 17 30% 24 69%
2 16% 1593% 1,93% 1.80% 2 BG%
0% e < 17% 705 7471% 74 TER1% 737 F7 9% 745 78 54% 724 7ER1% 6B B O95%
19.42% 1951% 2027% 20 ,49% 1991%
14 94% 15,32% 15 60% 1577% 19,32%
== 17% 137 1480% 130 13.76% M7 1238% Ma  1217% 100 10 58% 599 12 68%
000% 000% 000% 0,00% 000%
290% 275% 248% 243% 2,12%
Tatal 945 945 945 945 945 4725

4.4.2 Outras configuracfes para previsdes de Agosto / 2007

Dos resultados obtidos, foram realizadas outras previsbes com redes LVQ

escolhidas por terem gerados resultados erro 0% em maior numero de

ocasides, conforme pode ser observado na Tabela 4.21 e Tabela 4.22.
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As previsfes foram realizadas utilizando as redes treinadas com as referéncias
histéricas (medidas anteriores a 31 de julho de 2007) informadas através de
arquivos de tipo texto.

A Tabela 4.27 é um exemplo de referéncias histéricas utilizadas para as

previsoes.

Tabela 4.27 - Exemplo de arquivo com referéncias para previsdo, com 8 medidas

entrada-1 | entrada-2 | entrada-3 | entrada-4 | entrada-5 [entrada-B | entrada-7 | entrada-5 | padrdo estimado
linha 1 4.5 4.45 4.4 4.36 4.3 4.25 4.2 4.16 F1.00
linha2 | 4.45 4.4 4.36 4.3 4.25 42 4.16 4.11 F1.00
linha 3 4.4 4.36 4.3 4.25 4.2 4.16 4.11 4.08 F1.00
linhad | 435 4.3 425 4.2 4.16 4.11 4.049 4.07 F1.00
linha 5 4.3 4.25 4.2 4.16 4.11 4.09 4.07 4.04 F1.00
linha | 4.25 4.2 4.16 4.1 4.09 4.07 4.04 4.02 F1.00
linha 7 4.2 4.16 4.11 4.09 4.07 4.04 4.02 4.0 F1.00
linhaG| 4.16 4.11 4.09 4.07 4.04 4.02 4.0 3.958 F1.00
linha9 | 4.11 4.09 4.07 4.04 4.02 4.0 3.98 3.94 F1.00
linha 10| 4.09 4.07 4.04 4.02 4.0 3.85 3.94 3:93 F1.00
linha 11| 4.07 4.04 4.02 4.0 3.85 3.94 393 382 F1.00
linha 12| 4.04 4.02 4.0 3.958 3.94 3.93 3.92 3.69 F1.00
linha 13| 4.02 4.0 3.95 3.94 3.93 3.02 3.689 3.86 F1.00
linha 14| 40 3.958 384 3.93 3.92 3.59 3.86 3.83 F1.00
linha 15| 3.98 3.94 393 3.92 3.59 3.86 3.83 3.81 F1.00
linha 16| 3.94 3.93 392 3.69 J.86 3.83 3.81 3.78 F1.00
linha 17| 3.93 3.892 3.89 3.86 3.53 3.51 378 375 F1.00
linha 18| 3.92 3.89 3.86 3.83 3.51 3.78 375 372 F1.00
linha 19| 3.89 3.86 3.83 3.81 3.78 3.75 372 3.70 F1.00
linha 20| 3.86 3.83 3.81 3.78 3.75 3.72 3.70 3.67 F1.00
linha 21| 3.583 3.581 378 3.75 3.72 3.70 367 363 F1.00
linha 22| 3.81 3.78 375 3.72 3.70 3.67 363 3.60 F1.00
linha 23| 3.78 3.75 372 3.70 3.67 3.63 3.60 3.58 F1.00

As colunas entrada-1, entrada-2,..., entrada-8, da Tabela 4.27, informam os
valores utilizados como referéncia para o processamento da previsao, e que
sdo com as medidas anteriores ao objetivo a ser previsto. Cada linha dessa
tabela corresponde a uma previsdo a ser realizada. Este arquivo do exemplo foi
utilizado para previsdo de um passo adiante, e com as referéncias deslocadas
em um passo adiante a cada linha, resultou-se em previsdes para 23 passos
consecutivos. O processamento das previsdes dos arquivos listados acima foi

executado dessa forma e os resultados apresentados em forma de gréficos.

Os graficos das figuras foram gerados pelos valores das colunas nivel inferior e

nivel superior, que limitam as faixas de medidas dos padrdes previstos pelos
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processamentos. Os limites inferiores sdo caracterizados pela linha inferior (em
vermelho), os limites superiores pela linha superior (em azul) e os valores reais
de nivel do rio Paraguai dos dias 01 até 23 de agosto, sdo caracterizados pela

linha ao centro e com marcacdes (linha em verde).

As tabelas que acompanham cada grafico apresentam os valores dos
resultados de cada passo da previsao, que sdo: padrao previsto, o nivel inferior
e 0 nivel superior do padréo previsto, os valores observados (reais) de cada
passo ou dia de agosto previsto. A coluna desvio da média é preenchida com
os valores da diferenca entre os valores da coluna valor médio de nivel (do

padréo previsto) e o valor da coluna medida real (observada).

DesvioDaMédia = ValorMédioDoNivel Pr evisto —Valor Real Observado (4.2)

A coluna “quadrado do desvio da média” apresenta o resultado da operacao

valor da coluna Desvio da Média elevado a segunda poténcia (quadrado).
QuadradoDoDesvioDaMédia = (DesvioDaMédia)® (4.3)
A soma dos valores dessa coluna resulta no valor da célula Variancia.
Variancia= Y (DesvioDaMédia)’ (4.4)

O valor da célula Desvio Padrédo € obtido pelo calculo da Raiz Quadrada do

valor da Variancia e que pode ser obtida pela formula (4.1).

DesvioPadr3o = /(Variancia) (4.5)
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O valor da célula Erro Padrdo da Média é o quociente do valor do Desvio
Padréao pelo valor da Raiz Quadrada do namero de elementos da tabela, que
tem 23 elementos, isto €, 23 previsdes.

ErroPadrdoDaMédia = DesvioPadrao (4.6)

(NameroDeElementos)
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A Tabela 4.28 e a Figura 4.2 apresentam as previsdoes e 0s valores reais. O
padréo discretizado F20 utilizado permite margem ampla de acertos. Ao final
previu corretamente o padrdo do nivel do rio, que pode variar até 0,39m.

Previsio para Agosto/2007, pela rede LVQ 30x30, 12 entradas, médias de 3
medidas por entrada, 20 padrdes discretizados

limite inferior

4,80 superior [

——t—medica real

4,20 \

nivel de rio (m)
L~

1 2 3 4 s B T 8 8 10 11 12 13 14 15 16 17 18 13 20 21 22 23
dia de agosto/2007

Figura 4.2 - Resultados da previsédo da rede lvg_a3_d12_m3030_F20

Tabela 4.28 - Resultados da previséo da rede Ivg_a3_d12 _m3030_F20

quadrado do
limite limite nivel medida |desvio da média|desvio da média
dia |padrdo | inferior | superior | médio real (medida real) | (medida real)
1 F3.97| 397 4,34 416 411 0,0020250 0,0450
2| F3.97| 397 4.34 4.16 4.09 0.0042250 0.0650
3| F3.97( 397 4,34 4.16 4.07 0,0072250 0,0850
4] F3.97| 397 4,34 4.16 4.04 0,0132250 0,1150
5] F3.97| 397 4,34 4.16 4,02 00182250 0,1350
6| F3.97| 3.97 4,34 4.16 4.00 0,0240250 0,1550
7| F3.97| 397 4.34 4.16 3.98 0,0306250 0,1750
8| F3.97 3.97 4,34 4.16 3.94 0.0462250 0.2150
9| F3.97| 3.97 4,34 4.16 3.93 0,0506250 0,2250
10| F3.59 3.59 3,96 3.78 3.90 0.0156250 -0.1250
11] F3.59 3.59 3,96 3.78 3.87 0,0090250 -0,0950
12| F3.59 3.59 3,96 3.78 3.85 0,0056250 -0.0750
13] F3.59 3.59 3.96 3.78 3.83 0,0030250 -0.0550
14| F3.59 3.59 3,96 3.78 3.81 0,0012250 -0.0350
15[ F3.59 3.59 3,96 3.78 3.78 0,0000250 -0.0050
16| F3.59 3.59 3,96 3.78 3.75 00006250 0.0250
17| F3.59 3.59 3,96 3.78 3.72 0,0030250 0,0550
18 F3.59 3.59 3,96 3.78 3.70 0,0056250 0.0750
19] F3.59 3.59 3,96 3.78 3.67 0,0110250 0,1050
20| F3.59 3.59 3,96 3.78 3.63 0,0210250 0,1450
21| F3.59 3.59 3.96 3.78 3.60 0,0306250 01750
22| F3.59 3.59 3.96 3.78 3.58 0,0380250 0,1950
23] F3.1 3.21 3,58 3.40 3.55 0,0240250 -0.1550
DP Erro Padrdo da Média Varidncia
0,1260 0,0263 0,0158685
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Nas Tabelas 4.29 e 4.30, com seus graficos, os resultados das previsées foram
semelhantes apesar das redes LVQ utilizadas terem configurages diferentes
em quantidade de medidas por entrada, pois ainda utilizou-se 20 padrdes

discretizados.

Previsdo para Agosto/2007, pela rede LVQ 30x30, 8 entradas, médias de 3
medidas por entrada, 20 padrées discretizados

limite interior

480 superior |
| ——t=—medida real

460

440

.

ol e

e \‘\ \

<o \ \\‘\—\-q

320 \_

1 z = 4 5 & T o8& 9 10 11 12 13 14 15 16 17 18 18 20 21 22 23
dias de agosto/2007

-
T
=]

nivel de rio (m)
S
=)
=]

Figura 4.3 - Resultados da previsédo da rede Ilvg_a3_d8_m3030_F20

Tabela 4.29 - Resultados da previsédo da rede Ilvg_a3_d8_m3030_F20

quadrado do
limite limite nivel medida |desvio da média [desvio da média
dia | padrio | inferior | superior | médio real (medida real) | (medida real)
1| F3.97| 397 4.34 4.16 41 0,0020250 0.0450
2| F3.97| 3.97 4.34 4.16 4.09 0.0042250 0.0650
3| F397| 3.97 434 4.16 4.07 0.0072250 0.0850
4] F3.97| 397 4.34 4.16 4.04 0.0132250 0.1150
5| F397| 397 4.34 4.16 4.02 0.0152250 0.1350
6| F397| 397 434 4.16 4.00 0,0240250 0,1550
T| F3.97| 3.97 4.34 4.16 3.98 0.0306250 0.1750
8| F359| 358 3.96 3.78 394 0,0272250 -0.1650
9] F359| 359 3.96 3.78 3.93 0.0240250 -0.1550
10| F3.59| 3.8 3.96 3.78 3.90 0.0156250 -0.1250
11] F359| 3.59 3.96 3.78 3.87 0.0090250 -0,0950
12| F3.59| 3.49 3.96 3.78 3.85 0.0056250 -0.0750
13 F359| 359 3.96 3.78 3.83 0.0030250 -0.0550
14] F3.59| 3.88 3.96 3.78 3.81 0.0012250 -0.0350
18] F3.59| 3.59 3.96 3.78 3.78 0.0000250 -0.0050
16| F3.59| 3.59 3.96 3.78 3.75 0,0006250 0,0250
17| F358| 358 3.96 3.78 3.72 0.0030250 0.0550
18] F359| 359 3.96 3.78 3.70 0.0056250 0,0750
19] F3.569| 3.88 3.96 3.78 3.67 0.0110250 0.1050
200 F3.59| 359 3.96 3.78 3.63 0.0210250 0.1450
21] F3.59| 359 3.96 3.78 3.60 0.0306250 0,1750
22| F3.1 3.2 3.58 3.40 3.58 0.0342250 -0.1850
23] F3. 3,21 3.58 3.40 3,55 0,0240250 -0.1550
DP Erro Padrdo da Média Variancia
01171 0.0244 0.0137207
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Previsdo para Agosto/2007, pela rede LVQ 30x30, 4 entradas, médias de 3
medidas por entrada, 20 padrées discretizados

limite inferior
4,80 superior |
e medida real

4,40

-

M

=]
/

nivel de rio (m)
w s -
2 2

7 /

. \
\_

1 z 3 4 s B 7 8 3 10 11 12 13 14 15 16 17 18 13 20 21 22 23
dias de agosto/2007

Figura 4.4 - Resultados da previsdo da rede Ilvg_a3_d4_m3030_F20

Tabela 4.30 - Resultados da previsdo da rede lvq_a3_d4 _m3030_F20

quadrado do
limite limite nivel medida |desvio da media|desvio da média
dia | padrdo | inferior | superior | médio real (medida real}) | (medida real)
1| F3.57 3.97 4.34 4.16 411 0,0020250 0.0450
2| F3.97 3.97 4,34 4.16 4.09 0,0042250 0.0650
3| F3.97| 3.97 4,34 4,16 4.07 0,0072250 0,0850
4] F397] 3.97 4,34 4.16 4.04 0,0132250 0,1150
5| F3.97| 3.97 4,34 4.16 4.02 0,0182250 0,1350
6| F3.97 3.97 4.34 4,16 4.00 0,0240250 0,1550
7| F3.97 3.97 4,34 4.16 3,98 0,0306250 01750
8| F3.97 3.97 4,34 4.16 3,94 0,0462250 0,2150
9| F3.59 3.59 3,96 3,78 3.93 0,0240250 -0,1550
10| F3.59 3.59 3,96 3.78 3.90 0.0156250 -0.1250
11| F3.59 3.59 3.96 3,78 3.87 0,0090250 -0.0950
12| F3.59 3.59 3,96 3,78 3,85 0,0056250 -0.0750
13| F3.59 3.59 3,96 3,78 3,83 0,0030250 -0,0550
14| F3.59 3.59 3,96 3,78 3,81 0,0012250 -0,0350
16| F3.59 3.59 3,96 3.78 3.78 0.0000250 -0.0050
16| F3.59 3.59 3,96 3,78 R 0,0006250 0,0250
17| F3.59 3.59 3.96 3.78 3.2 0,0030250 0,0550
18| F3.59 3.59 3,96 3,78 3,70 0,0056250 0,0750
19| F3.59 3.59 3.96 3.78 3,67 0.0110250 0,1050
20] F3.59 3.59 3,96 3.78 3.63 0,0210250 01450
21| F3.59 3.59 3,96 3,78 3,60 0,0306250 01750
22] F3 3.21 3,58 3,40 3,58 0,0342250 -0,1850
23] F3 3.21 3,58 3,40 3,65 0,0240250 -0.1550
DP Erro Padrdo da Meédia Variancia
0,1206 0,0251 0,0145467
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Diante dos resultados observados nos ultimos graficos, foram realizadas
previsdes para 29 dias e com o valor do parametro nimero de padrées maior:

com 30, 50 e 100 padrdes discretizados.

Os gréficos das figuras seguintes também foram gerados pelos valores das
tabelas que as acompanham, pelas colunas nivel inferior e nivel superior, que
limitam as faixas de medidas dos padrOes previstos pelos processamentos.
Também foi acrescentada a linha do valor médio de cada padréo discretizado
em cada grafico. Esse valor é obtido pela média entre o valor do nivel inferior e
nivel superior e é representada pela linha pontilhada (de cor laranja) entre as
linhas inferior e superior. Os limites inferiores s&o caracterizados pela linha
inferior (em vermelho), os limites superiores pela linha superior (em verde) e os
valores reais de nivel do rio Paraguai dos dias 01 até 29 de agosto, sdo

caracterizados pela linha ao centro e com marcacgdes (linha em azul).

A Tabela 4.31 e sua Figura 4.5 apresentam os resultados em que a faixa com
os valores do padrédo discretizado utilizado € mais estreita, que representa
0,06m entre o nivel inferior e o nivel superior para 100 padrdes discretizados.
A previsdo resultou em acerto do padrao do nivel do rio, pois ao final dos 29
passos, a faixa com os limites inferior e superior acompanha o valor real
observado. O mesmo ocorreu com a Tabela 4.32 e sua Figura 4.6, em que a
previsdo utilizou rede LVQ com quantidade de médias por entrada maior (8
médias por entrada), enquanto na previsao anterior utilizou-se rede LVQ com 4

médias por entrada.
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Previsdes para Agosto/2007, pela rede LVQ 30x30, 4 entradas, média de 3 medidas e
100 Padrées discretizados

500

480 Limite inferior do Padréo | |

Limite superior do Padréao

Mivel médio do Padrio
4 /0

—m—Mivel real observado

4,40

420

400

nivel (m)

380

360 =

340

320

300 e e e o e S e e L s e o L A
1.2 3 4 5 B 7 & 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 265 27 28 20

dias de Agosto/2007

Figura 4.5 - Resultados da previsdo da rede lvq_a3_d4 m3030_F100

Tabela 4.31 - Resultados da previséo da rede Ivqg_a3_d4_m3030_F100

guadrado do
Lirnite inferior | Limite superior MNivel real | desvio da média | desvio da média

dial 0,00 do Padrio do Padrio nivel rédio | observado [medida real) {medida real)

1] F4.15 4,15 421 418 4,11 0,0045000 0,070

2| F4.08 4,08 4,14 411 4,09 0,0004000 0,020

3| F4.08 4,08 414 411 4,07 0,0015000 0,040

4] F4.00 4,00 407 404 4,04 0,0000250 -0,005

5] F4.00 4,00 407 4,04 4,02 0,0002250 0015

6] F4.00 4,00 407 404 4,00 0,0012250 0,035

7| F4.00 4,00 407 4,04 398 0,0030250 0,055

8] F3.83 393 3599 396 394 0,0004000 0,020

9 F3.83 393 3599 396 393 0,0009000 0,030
10[ F3.86 386 392 389 390 0,0001000 0,010
11| F3.86 3,86 352 389 3.87 0,0004000 0,020
12| F3.86 386 392 389 385 0,0016000 0,040
13 F3.86 386 392 389 3.83 0,0036000 0,060
14 F3.78 378 385 382 381 0,0000250 0,005
15 F3.78 378 385 382 3.78 0,0012250 0,035
16 F3.71 371 377 374 375 0,0001000 0,010
17 F3.71 3,71 377 374 372 0,0004000 0,020
18] F3.71 3.71 377 374 3,70 0,0018000 0,040
19 F3.64 364 370 367 367 0,0000000 0,000
20 F3.64 364 370 367 363 0,0016000 0,040
21 F3.56 3.56 3k3 360 360 0,0000250 -0,005
22| F3sk 3.56 3E3 360 3.58 0,0002250 0015
23] F3.56 356 363 360 355 0,0020250 0,045
24| F3.48 348 3585 3582 352 0,0000000 0,000
25| F3.48 349 355 352 349 0,0009000 0,030
25| F3.42 342 348 345 344 0,0001000 o010
27 F3.34 334 341 338 340 0,0006250 0,025
28] F3.34 3,34 341 338 337 0,0000250 0,005
291 F3.%7 327 333 330 334 0,0016000 -0,040

DpP Erro Padrdo da Meédia “aridncia
0,0316 0,0059 0,0009957
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Previsdes para Agosto/2007, pela rede LVQ 30x30, 8 entradas, média de 3 medidas e
100 Padrées discretizados
500
180 Limite inferior do Padréo | |
Lirmite superior do Padrio
Mivel médio do Padrio
He0 —m—Ilivel real observado [
4,40
420 T
Sa00
=
3.80
3,60
340 ]
320
3.00 T T T T T T T T T T T T T T T T T T T T T T T T T T T T
1 2 3 4 68 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 23
dias de Agosto/2007

Figura 4.6 - Resultados da previsédo da rede Ilvg_a3_d8_m3030_F100

Tabela 4.32 - Resultados da previsdo da rede lvq_a3_d8 m3030_F100

gquadrado do
Lirnite inferior |Lirnite superior Mivel real | desvio da média | desvio da média

dia| Padrio do Padrdo do Padrio nivel rédio | observado (medida real) (medida real)

1 F4.22 422 429 426 41 00210250 0,145

2| F408 4,08 414 41 409 0,0004000 0,020

3| F408 4,03 414 411 407 00018000 0,040

4| F4.08 4,038 4,14 4.1 404 0,0043000 0,070

5| F4.00 4,00 407 4,04 402 00002250 0015

6| F4.00 4,00 407 4,04 4,00 00012250 0,035

7| F4.00 4,00 407 4,04 358 00030250 0,055

G| F3.53 353 399 396 354 0,0004000 0,020

9] F383 383 399 3,96 353 0,0003000 0,030
10| F3.83 393 393 396 3480 00036000 0,060
11| F3.86 386 392 389 387 0,0004000 0,020
12| F3.86 386 392 389 385 0,0016000 0,040
13| F3.86 3,86 392 389 383 00036000 0,060
14| F378 378 385 382 g 0,0000250 0,005
15| F378 378 385 382 378 0,0012250 0,035
16| F3.71 3:74 377 374 378 0,0001000 0,010
17 F3A1 371 377 374 372 0,0004000 0,020
18] F3.71 371 377 374 370 00016000 0,040
19| F364 364 370 367 367 0,0000000 0,000
20| F3.64 364 370 367 353 00016000 0,040
21| F3.64 364 370 367 350 0,0043000 0,070
22| F3.486 356 363 380 358 0,0002250 0015
23| F3.56 356 363 350 355 00020250 0,045
24| F3.49 3,49 355 352 352 0,0000000 0,000
25| F3.49 3,49 355 352 349 0,0009000 0,030
26| F3.49 3,49 355 352 344 0,0054000 0,080
27| F3.42 342 348 345 340 0,0025000 0,050
28| F3.34 3,34 341 3,38 337 0,0000250 0,005
28] F334 3,34 341 3,34 334 00012250 0,035

DF Erro Padrdo da Média Yariancia
0,0477 0,0089 00022776

Com os resultados obtidos até este ponto, optou-se em processar previsdes
com tamanhos maiores de redes, com 50x50 e 100x100 neurdnios, apesar da
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Tabela 4.21 e da Tabela 4.22 ndo indicarem essas configuracfes entre os
resultados com erros 0%. Por esses processamentos, os gréficos resultantes
demonstraram resultados mais positivos. Convém observar que as Tabelas
4.21 e 4.22 apresentaram resultados resumidos da posicdo do processamento
de previsdo do passo 21, e que por isso essas configuracdes ndo constaram

como erros 0%.

A Figura 4.7 e a Tabela 4.33 apresentam as previsdes processadas utilizando
rede LVQ de tamanho 100 x 100 neurdnios e 8 elementos por entrada. Nesta
configuracdo, os resultados sdo semelhantes as previsbes anteriores. Na
Tabela 4.34 e o grafico da Figura 4.8 apresentam pequena diferenca,
principalmente nas previsfes dos passos 1 a 3, mas nao refletiu no resultado

para o passo 29 que previu o padrao com os limites das faixas de nivel.
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Previsdes para Agosto/2007, pela rede LVQ 100x100, 8 entradas, média de 3 medidas
e 100 Padrées discretizados

5,00
480 limite inferior

limite superiar

Mivel medio do Padrio
4 B0

—e—medida real

4,40
4,20

340 “E‘K

—

3,20

3,00 — 7T
1 2 3 4 5 B 7 8 9 10 11 1213 14 15 16 17 18 19 20 21 22 23 24 26 26 27 28 29
dias de Agosto/2007

Figura 4.7 - Resultados da previsédo da rede lvg_a3_d8 m100100_ F100

Tabela 4.33 - Resultados da previsédo da rede Ilvg_a3_d8_m100100_F100

guadrado do
Limite inferior |Limite superior Mivel real | desvio da média desvio da média

dia| Padrdo do Padrio do Padrio nivel médio | observado (medida real) (medida real)

11 F4.15 415 421 4,18 4.1 0,0045000 0,070

2| F4.08 4,08 4,14 4,11 4,09 0,0004000 0,020

3| F4.08 4,08 4,14 4,11 407 00016000 0,040

4] F4.08 408 414 4.1 404 0,0045000 0,070

5| F4.00 4,00 407 4,04 402 0,0002250 0,015

G| F4.00 4,00 407 404 4,00 00012250 0,035

7| F393 3593 3599 356 3598 0,0004000 -0,020

8] F3.93 393 359 386 354 0,0004000 0,020

9] F386 356 392 389 393 00016000 -0,040
10| F3.86 356 352 389 350 0,0001000 -0,010
11| F3.86 356 352 3589 357 0,0004000 0,020
12| F3.86 356 3592 389 385 00016000 0,040
13| F3.66 356 352 389 383 0,0036000 0,060
14] F3.78 3.78 355 382 3581 0,0000250 0,005
15] F3.78 378 385 382 378 0,0012250 0,035
16| F3.78 3.78 355 3852 375 00042250 0,065
17] F3.71 3.71 3.77 3.74 372 0,0004000 0,020
18] F371 371 377 374 370 0,0016000 0,040
19] F3.64 354 3.70 367 357 0,0000000 0,000
200 F3.64 354 370 367 3EB3 00016000 0,040
21| F356 356 3E3 350 350 0,0000250 -0,005
22| F356 356 3E3 350 358 0,0002250 0,015
23| F356 356 3E3 350 355 0,0020250 0,045
24 F3.49 349 355 352 352 0,0000000 0,000
25| F3.49 349 355 352 349 0,0003000 0,030
26 F3.49 349 355 352 344 00054000 0,080
27| F3.42 342 348 345 340 0,0025000 0,050
28] F3.34 334 34 338 337 0,0000250 0,005
28] F3H 334 N 338 334 00012250 0,035

OP Erro Padrdo da Media “aridncia
0,0388 0,0072 0,0015086
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Previsdes para Agosto/2007, pela rede LVQ 100x100, 12 entradas, média de 3 medidas
e 100 Padrées discretizados

5,00
450 I!m!te inferiar
limite superior
Mivel médio do Padrio
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—#—medida real
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Figura 4.8 - Resultados da previsdo da rede Ilvg_a3_d12 m100100 F100

Tabela 4.34 - Resultados da previsédo da rede Ilvg_a3_d12_m100100_F100

gquadrado do
Limite inferior |Limite superior Mivel real | desvio da média [ desvio da média

dia| Padrio do Padrio do Padrio nivel rédio | obserado (rmedida real) (medida real)

1 F422 422 4,29 426 4.1 00210250 0,145

2| F4.22 422 4,29 426 409 00272250 0,165

3| F415 4,15 4,21 418 407 0,0121000 0110

4| F4.08 4,08 4,14 4.1 404 0,0049000 0,070

5| F4.00 4,00 4,07 404 4,02 0,000Z250 0015

5| F4.00 4,00 4,07 404 4,00 00012250 0,035

7| F4.00 4,00 4,07 4,04 3598 0,0030250 0,055

g F3.93 3.93 399 3596 394 0,0004000 0,020

9] F393 393 399 3596 3593 0,0009000 0,030
10] F3.93 3,93 3,99 3596 350 0,0036000 0,060
11] F3.86 3,86 3892 389 387 0,0004000 0,020
12| F3.E6 3.86 392 389 385 0,0016000 0,040
13| F3.86 3.86 392 389 383 0,0036000 0,060
14| F378 378 385 382 381 0,0000250 0,005
15| F3.78 3.78 385 382 378 0,0012250 0,035
16| F3.78 3.78 385 3582 375 0,0042250 0,065
171 F3A 371 377 374 372 0,0004000 0,020
18] F3.71 3.71 377 374 370 0,0016000 0,040
19] F3b64 354 3,70 357 357 0,0000000 0,000
200 F3B4 354 370 3E7 3E3 0,0016000 0,040
21| F356 3.56 363 350 350 0,0000250 -0,005
22| F3.56 3.56 363 350 358 00002250 0015
23| F356 356 363 3E0 355 0,0020250 0,045
24| F3.49 3.49 355 352 352 0,0000000 0,000
25| F3.49 349 355 352 349 0,0009000 0,030
26| F3.42 342 3.48 345 344 0,0001000 0,010
27| F3.42 3.42 3.48 345 340 0,0025000 0,050
28| F3.34 334 341 3:38 337 0,0000250 0,005
290 F334 334 341 338 334 0,0012250 0,035

oP Erro Padrio da Média Yaridncia
00576 0,03107 0,0033216
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A rede LVQ que gerou os valores do grafico da Figura 4.8 foi processada para
gerar a imagem do mapa dos neurbnios dessa rede por cores que representam
os padrbes discretizados e por soma dos seus valores-peso, conforme as
respectivas legendas. Também é mostrado o neurdnio indicado pelo resultado
da previsdo do dia 29 (passo 29), em forma de grafico de linha, das suas

caracteristicas, isto é, seus valores peso.

A Tabela 4.35 apresenta os resultados dessas previsdes em outra forma de
apresentacao, na qual os neurdnios dos resultados das previsfes apresentam
sua localizacdo, em linha por coluna, no mapa da rede LVQ. A primeira coluna
mostra o dia da previsédo. A segunda coluna apresenta o neurdnio que forneceu
o resultado da previséo e sua posi¢cdo no mapa da rede LVQ, em linha (L:yy) e
coluna (C:xx). Neste exemplo, a rede nomeada como a3_d12 m100100_F100
€ uma rede LVQ de 100x100 neurbnios, 100 padrbes discretizados, 12
entradas e foi gerado por 3 medidas para média de cada entrada. A terceira
coluna mostra o padrdo previsto pela rede, a quarta e quinta colunas
apresentam respectivamente os valores inferior e superior, da faixa de niveis
gue o padrao representa. A quinta coluna apresenta o nivel médio do padrao e

a ultima coluna mostra o nivel real observado no respectivo dia da previséo.
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Tabela 4.35 - Resultados da previséo da rede Ivg_a3_d12_m2100100_F100, com os neurbnios e suas localizacbes

Fesultados das previsfes pela Reds LVO a3 d12 m100100 _F100

dia 28: L
dia 29: LGl

LdG C:32
LG C:32

Fadrdo previsto=  F3.34| de: 334 até: 341 338 337
Fadrdo previsto=  F3.34 | de: 3,34 ate: 341 338 3,34

Neurénio do resultado Padrao Limite inferior {m) | Limite superior {m) | Nivel médio do Padrao (m) | Medida real (m)
dia 01: LV LB C35) Padrdo previsto=  F4.22| de: 437 até: 429 426 41
dia 02 LV L1ac3k) Padrdo previsto=  F4.22| de: 422 até: 429 4 26 409
dia 03; YO (L8 C37 ) Padrdo previsto=  F4.15] de: 415 até: 41 418 407
dia 04: LV L1 C:35) Padrdo previsto=  F4.08)| de: 408 até: 414 41 404
dia 05 LWiO L7 C38) Padrdo previsto=  F4.00) de: 4100 até: 407 404 402
dia 0G: VO L2 ©37) Padrdo previsto=  FA.OD]| de: 4100 até: 407 404 400
dia 07 LV L18 C:40) Padrdo previsto=  FA.00) de: 4100 até: 407 404 308
dia 08: LV L20 G40 Padrdo previsto=  F3.93| de: 3593 até: 399 356 354
dia 09; LV L21 ¢339 Padrdo previsto=  F3.93] de: 353 até: 399 3596 353
dia 10; LV L23 G389 Padrdo previsto=  F3.593| de: 353 ate: 399 396 350
dia 11 LV L29 C3d) Padrdo previsto=  F3.86| de: 356 até: 392 389 357
dia 12: LVl G Padrdo previsto=  F3.86] de: 306 ate: 392 389 358
dia 13; LY L29Car) Fadrdo previsto=  F3.86| de: 306 ate: 3592 389 383
dia 14: LV L22 Gl Fadrdo previsto=  F3.78)| de 3,78 ate: 384 382 351
dia 15 L0 [ L21 Cidd ) Padrdo previsto=  F3.78] de: 3.1 até: 3,85 382 374
dia 16 LW [ L31 C:34) Padrdo previsto=  F3.78]| de: 3,1 até: 3,85 382 374
dia 17 LW (LA Cid2) Padrdo previsto=  F3.71]| de: 3,71 até: 377 3,74 372
dia 18 LV L34 ¢:35) Padrdo previsto=  F3.71] de: 3,71 até: 377 3,74 370
dia 19; L0 L33 3 ) Padrdo previsto=  F3.64| de: 354 até: 3.7 3E7 3E7
dia 20; LV L3 C3k) Padrdo previsto=  F3.64| de: 354 até: 3,70 JE7 3 B3
dia 21 LVOL37 34 Padrdo previsto=  F3.56] de: 356 até: 33 30 30
dia 22: LWiO L33 Cd0 ) Padrdo previsto=  F3.56)| de: 356 até: 363 30 358
dia 23; LV L37 ¢:38) Padrdo previsto=  F3.56| de: 356 até: 363 30 JEA
dia 24; LV (L4037 Padrio previsto=  F3.49] de: 349 até: 355 JE2 352
dia 26 LV L43 G300 Padrdo previsto=  F3.49) de: 349 até: 355 352 349
dia 26: LV L5 C:33) Padrdo previsto=  F3.42| de: 342 até: 344 345 344
dia 27 LV (L6 28] Padrdo previsto=  F3.42| de: 342 ate: J4a 345 340
( )
( )




z
s

discretizados e sua legenda de cores por soma dos valores dos pesos

de cada neur6nio.

A Figura 4.9 € a representacdo desta rede LVQ em um mapa de cores. Cada
neurbnio desse mapa da rede LVQ apresenta uma cor que representa o valor
da soma dos seus valores peso, ou caracteristicas do neurdnio, conforme pode
ser observado na legenda que acompanha a figura. A andlise do mapa através
das cores indica que 0s neurdnios com a cor vermelha tém seus pesos com
valores baixos, isto é, caracteristicas de niveis baixos do rio. A cor azul ou
branca indica valores altos dos pesos dos neurdnios, ou caracteristicas de

niveis altos. E a cor verde, indicam valores médios dos pesos dos neurbnios.
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discretizados e sua legenda de cores por padrdo discretizado

L:48 C:32 1vezes F3.34

1 2 3 4 5 e 7 e 9 1w 11 oz

Figura 4.11 - Neurdnio do resultado da previsdo para dia 29, da rede LVQ 100x100,

de 12 pesos por neurdnio e 100 padrdes discretizados
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A Figura 4.10 apresenta a representacdo da mesma rede LVQ, mas utilizando
as cores para mostrar o padrao discretizado que cada neurdnio representa e
reconhece. Neste mapa de cores, as regibes em azul e branco representam
padrbes de nivel do rio Paraguai mais elevados, enquanto as regides em

vermelho séo representacfes de padrdes de nivel do rio mais baixo.

Na Figura 4.11, € apresentada uma imagem ampliada do neurénio do resultado
da previsdo, com a cor que representa o padréo da previsdo. As informacdes
gue sdo mostradas em cada neurbnio deste mapa da rede LVQ, referem-se as
caracteristicas desse neurbnio. Nesta previsdo, o neurdnio do resultado esta
localizado no quadrante superior esquerdo (linha 48, coluna 32), quase ao
centro do mapa de cores, em regido de transicdo entre azul e verde, com
predominancia da cor verde. A informacéo F3.34 indica o padrdo do neurénio
representando niveis de rio de 3,34 m até 3,41m. O valor 1 (0,03) informa o
ndamero de ocorréncias de reconhecimento deste neurdnio no treinamento da

rede LVQ e o valor 42,41 informa a soma dos seus valores peso.

Pela Figura 4.9 pode-se entender como caracteristicas dos neurdnios ou
comportamento do rio, pois as cores representam a soma dos valores-peso de
cada neuronio. E pela Figura 10 pode-se entender como a situacao do nivel do
rio. Por exemplo, a possibilidade ou ndo de se transportar cargas e/ou
passageiros, pode ser analisada pela cor do neurdnio resultado da previsao:
vermelho para impossibilidade devido a baixo nivel do rio, azul ou branco para

nivel 6timo para navegacao e verde para possibilidade de navega¢do normal.
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Tabela 4.36 - Resultados da previsao da rede lvq_a3_d8_m100100_F100, com os neurdnios e suas localizacdes

Resultados das previsfes pela Rede LVQ 33 dd m100100_F100

act

Neurédnio do resultado Padrao Limite inferior (m) |Limite superior (m) | Nivel médio do Padrdo (m) | Medida real (m)
dia 07 LW [ LBB C:73) Padrio sugerido=  F4.15] de: 4,15 até: 4.2 m 418 4N
dia 02: LW (LG4 C:71) Padrio sugerido= F4.08| de: 408 até: 414 il 41 409
dia 03 W3 [ Lbd C71) Padrio sugerido=  F4.08] de: 408 até; 414 m 41 407
dia 04: W03 [ LBT C75) Padrio sugerido= F4.08) de: 408 até; 414 m 4N 404
dia 05 LW [ LE3 CE9) Padrio sugerido=  F4.00) de: 400 ate: 407 m 404 402
dia 06 LWV (LB0 C:74) Padrio sugerido= FA.00| de: 400 até: 407 i1 404 400
dia 07 LW Lb0 C:71) Padrio sugerido=  F3.93] de: 353 até: 399 i 396 394
dia 08 LW (A6 C:75) Padrio sugerido= F3.93) dee 353 até; 399 m 356 354
dia 09 LW0 [ LB0 C:E9) Padrio sugerido= F3.86] de: 385G até; 392 m 358 353
dia 10; LWV (Lod C:76) Padrio sugerido= F3.86| de: 386 até: 352 il 389 390
dia 11 LW [ L53 C:78) Padrio sugerido=  F3.86) der 356 até: 3592 il 389 387
dia 12 LWl LA CF5) Padrio sugerido= F3.86] de: 356 ate; 392 m 359 355
dia 13: W0 (LE2 C:76) Padrio sugerido= F386| de: 356 até: 392 m 3h9 3ga
dia 14; LW ( LSk C:B3) Padrio sugerido= F378| de: 378 até: 355 il 3a2 38
dia 15; LV LSk TR ) Padrdo sugeride=  F378| de: 378 até: 385 i1 3a2 374
dia 16 LWi0 [ LE2 C:72) Padrio sugerido= F378| de. 378 ate; 385 m 352 375
dia 17: LW ([ L48 C:78) Padrio sugerido=  F371| dee 371 até: 377 m 374 372
dia 18 LW LA2 TR ) Padrio sugeride= F3.71] der 371 até: 377 m 3,74 3,70
dia 19; LV (L47 C:77) Padrio sugerido= F3.64| de: 354 até: 370 il AR7 A7
dia 20; LW L50 C:72) Padrio sugerido=  F3.64| de: 354 até: 370 i ae7 3p3
dia 21 W3 [ L49 C72) Padrio sugerido= F3.56| des 355G até: 363 m 3 R0 3 B0
dia 22: LW [ Ldg C:72) Padrio sugerido= F3.86| de:  3f5G até: 3R3 m 3 R0 358
dia 23; LWV (L47 C:70) Padrio sugerido= F3.56| de: 356 até: 363 i R0 355
dia 24: LW0 [ L45 C:73) Padrio sugerido=  F3.49] de: 349 até: 355 I 352 352
dia 25; LW ([ L40 C:75) Padrio sugerido= F3.43| der 349 ate; 355 m I35 349
dia 26 LW0 (L5 C:70) Padrio sugerido= F3.43) de: 349 até; 355 m I35 J44
dia 27 LV (L36 CF7) Padrdo sugerido=  F342| de: 342 até: 348 i1 345 340
dia 28: LW (L33 C:75) Padrio sugerido=  F3.34| de: 334 até: 34 il 334 33
dia 25 LWl (L34 CF7) Padrio sugerido= F3.34] des 334 ate; 341 m 3,38 3,34




100 por 100 Neursrios com

133 e o .

Figura 4.12 - Rede LVQ 100x100 neurdnios, 8 pesos por neurdnio e 100 padrbes
padrdes discretizados e sua legenda de cores por soma dos valores peso

de cada neur6nio.

Na Figura 4.14, é apresentada a cor que representa o padrao do resultado da
previsdo, fornecido pelo neurbnio indicado pelo processamento. Outras
informagdes também sdo mostradas em cada neurdnio deste mapa da rede
LVQ. Na primeira linha € apresentada a posi¢do do neurénio, na segunda linha
o padrdo discretizado que € representado pelo neurdnio, na terceira linha esta
a quantidade de ocorréncias que 0 neurbnio reconheceu na fase de
treinamento e na ultima linha estd o valor da soma dos pesos do neurdnio.
Nesta previsdo, o neurdnio do resultado esta localizado no quadrante superior

direito (linha 34, coluna 77), em regido de predominancia da cor verde.
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Figura 4.13 - Rede LVQ 100x100 neurbnios, 8 pesos por neurbnio e 100 padr(")es

nu

discretizados e sua legenda de cores por padréo discretizado.

L:34 C: 77 2 vezes F3.34

o 1 2 3 4 a8 ] 7 2

Figura 4.14 - Neur6nio do resultado para previsédo do dia 29, da rede LVQ 100x100

de 8 pesos por neurdnio e 100 padrdes discretizados
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Tabela 4.37 - Resultados da previsdo da rede Ivg_a3_d8_m3030_F100, com os neurdnios e suas localizacbes

Resultados das previsfes pela Rede LV a3 d8 m3030 F100

Neurédnio do resultado

Padrao

Limite inferior {m)

Limite superior {m)

Nivel médio do Padrao (m)

Medida real (m)

dia 01; LvQ [ L15 C:28) Padrdo sugerido=  F4.22| de: 422 até: 4,29 m 46 41
dia 02; LW [ L14 C:29) Padrdo sugerido=  F4.08| de: 405 até: 414 m 4 11 409
dia 03; LvQ [ L14 ©:29) Padrdo sugerido=  F4.08| de: 405 até: 414 m 4 11 407
dia 04 LV [ L13 C:28) Padrdo sugerido=  F4.08| de: 408 ate: 4,14 m 4 11 404
dia 05 LV [ L13C:29) Padrdo sugerido=  F4.00( de: 400 ate: 407 m 404 402
dia 06; LV [ L12 C:29) Padrdo sugerido=  F4.00( de: 400 ate: 407 m 404 400
dia 07 L0 [ L12 C:29) Padrdo sugerido=  F4.00( de: 400 ate: 407 fm 404 358
dia 08 LvQ [ L 12 C26) Padrdo sugerido=  F3.93| de: 3593 até: 399 fm 3596 354
dia 09 LvQ [ L11 C:28) Padrdo sugerido=  F3.93| de: 3593 até: 399 fm 356 353
dia 10 LW [ L11 C:28) Padrdo sugerido=  F3.93| de: 3593 até: 399 fm 3596 350
dia 11 LW [ L11 C:29) Padrdo sugerido=  F3.86( de: 386 ate: 392 fm 359 357
dia 12 LvQ [ L11C28) Padrdo sugerido=  F3.86( de: 386 ate: 392 fm 3849 3585
dia 13 LWC [ L 1D C:28) Padrdo sugerido=  F3.86( de: 386 até: 392 fm 354 333
dia 14 LWC [ L10 €27 Padrdo sugerido=  F3.78| de: 3,78 até: 385 fm 352 3
dia 15 LV (L3 C:28) Padrdo sugerido=  F3.78| de: 3,78 até: 385 fm 352 3,78
dia 16 L0 (L9 C:27) Padrdo sugerido=  F3.71| de: 3.7 até: 377 fm 374 374
dia 17 L0 [ La C:28) Padrdo sugerido=  F3.71| de: 3.7 até: 377 fm 374 372
dia 18 L0 [ La G227 ) Padrdo sugerido=  F3.71| de: 3,71 até: 377 fm 3,74 3,70
dia 19 L [ La C28) Padrdo sugerido=  F3B4| de: 3B até: 3,70 fm IR7 367
dia 20 L0 [ L7 C27) Padrdo sugerido=  F3B4| de: 3B até: 3,70 fm IB7 3h3
dia 21 LV L7 C:29) Padrdo sugerido=  F3B4| de: 354 até: 3,70 fm dB7 360
dia 22 Ly [ L7 C:28) Fadrdo sugerido=  F3.56( de: 356 até: 353 tm 3 B0 358
dia 23 LW [ LB C:27) Fadrdo sugerido=  F3.56( de: 356 até: 353 fm 3B0 355
dia 24 v LA C:29) Padrdo sugerido=  F3.49| de: 349 até: 355 tm 352 352
dia 25 LvO (L& C28) Padrio sugerido=  F3.49| de: 349 até: 355 m JE: 349
dia 26 LvO (L& C27 ) Padrio sugerido=  F3.49| de: 349 até: 355 m 352 344
dia 27 LvO (L3 C29) Padrio sugerido=  F3.42| de: 342 até: 3,48 m 345 340
dia 28 LvO (L3 C28) Padrdo sugerido=  F3.34| de: 334 até: 341 m 338 JaBT
dia 29 YO (L3IC28) Padrio sugerido=  F3.34)| de: 3,34 até: 341 m 338 3,34




Rede de 30 por 30 Neurdnios com 8 Valores Peso e 100 PadrGes de Niveis de Altura
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Flgura 4.15 - Rede LVQ 30x30 neurbnios, 8 pesos e 100 padrdes dlscretlzados e

sua legenda de cores por soma dos valores peso de cada neurénio.

Na Figura 4.17, é apresentada a cor do padrao do resultado da previsédo. Nesta
configuragédo da rede LVQ, o neurdnio do resultado também esta localizado no
guadrante superior direito (linha 3, coluna 28), em regido com predominéncia
da cor verde.
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Rede de 30 por 30 Neurdnios com 8 Valores Peso e 100 Padroes de Niveis de Altura
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Figura 4.16 - Rede LVQ 30x30 neurbnios, 8 pesos e 100 padroes discretizados e
sua legenda de cores por padrdo discretizado

L:3 C:28 5 vezes F3.34

a 1 2 3 4 5 & 7 8

Figura 4.17 - Neurdnio do resultado para previsdo do dia 29, da rede LVQ 30x30,
8 pesos por neurbnio e 100 padrdes discretizados
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4.4.3 Previsdes mais recentes

Foram realizadas previsdes de um passo adiante para os dias dos meses de
outubro e novembro de 2007, utilizando como referéncia 8 medidas anteriores
ao dia previsto. A configuracdo da rede LVQ escolhida foi rede com 8 pesos
por neurbnio, tamanho de rede em 30x30 neurdnios e 100 padrdes
discretizados, treinada por dados de gerados pela média de 3 medidas,
identificada como a3_d8 m3030_F100. Foram realizados também previsdes
dos mesmos dias e mesmas referéncias, através de redes LVQ com 8 pesos
por neurbnio, tamanho da rede em 100x100 neurbnios e 100 padrées
discretizados. Essa rede também foi treinada por dados gerados pela média de
3 medidas e foi identificada como a3_d8 m2100100_F100.

A Figura 4.18 apresenta o gréfico das previsbes processadas pela rede
a3 _d8 m3030 F100. A Tabela 4.38 apresenta os resultados das previsdes

processadas.

Previsdo para Out e Nov/2007, pela rede LVQ 30x30, 8 médias por entrada, 3 medidas por média, 100 padroes discretizados

2,00

Limite inferior do Padrao
Previsto

Limite superior do Padrio
Previsto
~——tr— Nivel real observado
Nivel médio do Padrio
1,50 i

= Diferenga entre nivel médio
previsto e o nivel real

-

=
=
=

Nivel (m)

0,50

01.10
03.10
05.10
07.10
0310
11.10
13.10
15.10
1710
19.10
21.10
2310
25.10
29.10
31.10
0211
0411
06.11
0511
10.11
1211
1411
16.11
1811
2011
221

o 2110

Figura 4.18 — Previsdes para out. e nov./2007 — rede LVQ a3_d8 _m3030_F100
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Tabela 4.38 - PrevisGes de out. e nov./2007 — rede LVQ a3_d8 m3030_F100

a3_dd_m3030_F100
& medidas anteriores

Meurdnio na rede hivel médio do | Limite inferior | Limite superior do
Dia kivel real L@ 30x30 Pacrén Padréo oo Padr&o Padréo Ciferenca

IRIT 176 LvarLoca) | F173 177 173 1,30 0,01
0710 174 Lvarllc2y | FI73 177 173 1,30 0,03
0340 1,70 Lva(L1S2) | F175 177 173 1,80 0,07
0410 1 66 LvarLicoy | F166 1 59 1 BB 1,72 0,03
05410 1 52 Lva(L2c0) | F158 152 159 165 0,00
0510 1 60 LvarLscoy | F159 162 1,58 165 0,02
o710 1,59 LvarLrc1y | F159 162 1,58 165 0,03
0510 157 LvarLacl) | Fi151 1,55 1,51 1,55 0,03
[TRIT 1,53 LvarLac1) | F1.51 1,55 1,51 1,55 0,01
1010 1 45 LvarL1ocoy| F144 147 144 1,50 0,01
1110 144 Lvar L1 c13] Flad 1,47 1,44 1,50 0,03
1240 1,40 Lv@rL12C1 9] F144 147 144 1,50 0,07
1310 1,47 LvarLi12coy| Far7 1,40 137 1,43 0,02
14.10 1,40 LYarL1ictia| F1.37 1,40 1,37 1,43 0,00
1510 1,38 LvarL13coy| Fa7 1,40 137 1,43 0,02
1610 1,34 LvarL13coy| Far7 1,40 137 1,43 0,05
1710 1.30 LvarLi15c13] Fi12a 1,33 1,28 1,36 0,03
1510 1.76 LvarLi15c13] F12a 1,33 1,28 1,36 0,07
19.10 1 24 LY@ LA6C1 9] F1.22 125 122 125 0,01
2010 177 LvarL16o0y| F11s 118 115 1,71 0,04
A0 118 Lva(LA6Coy]| F145 115 115 191 0,0
2710 116 Lvar L7 coy| F11s 118 115 1,21 0,02
2310 113 LvarL1gcoy| Fo7 111 1,07 114 0,02
2410 110 LvarLi19coy| Flo7 IRE 1,07 114 0,00
2510 110 LvarL19coy| Fo7 111 1,07 1,14 0,00
2610 1,09 Lv@rL20c1] F107 1,11 1,07 1,14 0,01
2710 107 LvarL20c13] Fo7 IRE 1,07 1,14 0,03
2510 1,04 LvarL2 ¢2y] F1o7 IRE 107 114 0,0F;
2910 1,04 LvarL21c13] Fion 1,03 1,00 1,06 0,01
3010 1,02 LvYarl2 a1 F1oo 1,03 1,00 1,06 001
3110 1,00 LvarL21c13| Fon 1,03 1,00 1,06 0,03
RE 0,95 LvarL22c1)| Fogs 0,95 0,93 0,99 0,02
R 0,95 LvarL22cl)| Foo3 0,95 0,93 0,99 0,00
0311 0,95 LvarL22c13| Fogs 0,95 0,93 0,99 0,02
04.11 0,95 Lv@rL2sc2y| FO83 0,95 093 0,99 0,00
0511 0,94 LvarL23c2y| Fogs 0,95 0,93 0,99 0,02
0511 0,45 LvarL24 2y FOA3 095 083 099 0,05
o711 0,93 LvarL24czy| Foos 0,95 0,93 0,99 0,03
0511 0,92 LvarL24c2y| Foos 0,95 0,93 0,99 0,04
0911 0,92 LvarL24cs)| FO&s 0,59 0,55 0,52 0,04
1011 0,92 LvarL24c3)| FO&s 0,59 055 0,92 0,04
11.11 0,91 Lv@rL24 <3| FO85 09 085 04z 0,03
1211 0,92 LvarL24cdy| Foas 0,59 055 0,92 0,04
1511 042 Lv@(L24C43] FO8S 059 085 042 0,04
1411 0,31 LvarL24cdy| Foas 0,59 055 0,92 0,03
15.11 0493 LvYarl24c4n| FOBS 0,59 085 08z 005
16.11 0,94 LvarL23cs)| Foos 0,95 0,93 0,99 0,02
1711 0,95 LvarL23cs)| Foos 0,95 0,93 0,99 0,01
1511 0,95 LvarL23cs5)| FOo93 0,95 0,93 0,99 0,00
1911 0,95 LvarL23cs)| Fogs 0,95 0,93 0,99 0,02
2011 1,00 Lv@rL22C7y| FO83 0,96 093 0,99 0,04
2111 1,02 LvarL21 ooy Fion 1,03 1,00 1,06 0,01
22 11 LvarL2 oy F1o0 105 1,00 10 1,05
2311

Todaz unidades estéo em metro Total 232
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Na Tabela 4.38, a coluna Dia mostra a data a ser prevista. A coluna Nivel real
apresenta o valor real do nivel do rio Paraguai medido no dia da previsdo. A
coluna Neurdnio na Rede LVQ mostra a posicdo do neurdnio que forneceu a
previsao, em linha e coluna do mapa da rede LVQ. A coluna Padréo informa o
padrdo discretizado obtido na previsdo. A coluna Nivel médio do Padrdo
informa o valor médio da faixa de niveis do rio que o padrao representa. Esse
valor é obtido pelo calculo da média entre o valor da coluna Limite inferior do
Padrédo e o valor da coluna Limite superior do padrédo. Estas duas ultimas
colunas séo os limites do padréao de niveis do rio discretizado. A ultima coluna
apresenta a diferenca do valor médio do padrdo discretizado previsto e o valor
real do nivel do rio medido no dia previsto. A Figura 4.19 apresenta o gréfico
com os resultados da previsdo de outubro e novembro de 2007, gerados pela
rede LVQ a3 d8 m100100 F100. A Tabela 4.39 apresenta os resultados

destas previsfes processadas.

Previsdo para Out e Now/2007, pela rede LVQ 100x100, 8 médias por entrada, 3 medidas por média, 100 padries discretizados

Limite inferior do Padrao
Previsto

Limite superior do Padrio
Previsto

~——dr— Mivel real observado

Nivel médio do Fadrio
15 Previsto

== Diferenga entre nivel médio
previsto e o nivel real

Nivel (m)

W‘/‘Cf

05

11.10
13.10
15.10
17.10
19.10
21.10
23.10
25.10
29.10
3110
021
0411
06.11
08.11
10.11
12.11
1411
16.11
18.11
20,11
221

01.10 !
03.10
05.10
07.10
09.10

o 2110

ia

Figura 4.19 - Previsdes para out. e nov./2007 — rede LVQ a3_d8 m100100_F100
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Tabela 4.39 - Previsdes de out. e nov./2007 — rede LVQ a3_d8_m100100_F100

ad_d8_m1 001 00_F100
& medidas antetiores

Meurdnio na rede Mivel médio |Limite inferior | Limite superior do
Cia | Mivel real LY Pacrgo | doPadrio | do Padro Pacdrdo Ciferenca

040 176 Lva(L13c3) | F173] 1,765 1,73 14 o0
0210 174 | LVa(L1405y | F1.73] 1768 1,73 18 0,03
0310 170 | Lva(Liscry | F1.73] 1768 1,75 15 007
0410 166 | LWA(LI7CEY | F166 169 1 G 172 0,03
0510 162 | Lv@(L22C0y ]| F1.59 152 1,58 165 0,00
0610 160 | LV@(L23C4) | F1.59 152 1,58 165 0,02
07 A0 1,59 Lva(L25CE) | F1.59 152 1,59 165 003
05.10 1,57 Lva(L2ac4) | F1.51 1545 1,51 1 55 003
09.10 1,53 Lva [ L2a 7 | F1.51 1545 1,51 155 o0
1010 148 | LVO(LB30CS) | F1.51 1,545 1 51 158 0,05
1110 144 | LVO(L33CEY | F144 147 1,44 15 0,03
1210 140 | LV@(LS5CS) | F157 1.4 1,37 143 0,00
1310 142 | LV@(L3ECS) | F1.37 14 1,37 1,43 0,02
1410 140 | LV@(LIGCSE) | F1.37 14 137 143 0,00
1510 1,36 Lva(L3acs) | F1.57 1.4 1,37 145 0.0z
1610 1 5d Lva(Ld?2ch) | F12a] 1325 1,29 1 36 o0
1740 130 LvaLddcd) | F12a] 1325 1,29 1 36 003
1510 106 | LvVarLascsy | F1.oa] 1328 1,20 136 007
1910 124 | LVO(L45CEY | F1.22 1,285 1,22 1,98 0,01
2010 122 | Lva(L4acty | F1.22 1,25 1,22 1,78 0,03
2110 119 | Lv@(L49¢2y | F145 1,18 1,15 1,21 0,01
2210 116 | Lv@(L49C2y | F145 1,18 115 1,21 0,02
2310 1153 Lva(L53c3) | F1.45 IRE 115 12 005
2410 110 Lva(L53cs5) | F107 ]| 1105 1,07 114 0,00
2510 110 Lva(LSECs5) | F107 ]| 1105 1,07 114 0,00
2610 108 | LVG(LSToEY | F1.07 ] 1408 1,07 114 0,01
27 10 107 | Lva(Lsscry | F1.07 ] 1408 1,07 114 0,03
2510 104 | LvWa(L5sCT7y | F1.07 ] 1408 1,07 114 0,05
2910 104 | LV@(LEOCT )| F1.00 1,05 1,00 1,05 0,01
3010 102 | LV@(LEOCE) | F1.00 1,05 1,00 1,06 0,01
5110 1,00 Lva [ LBOCE) | F1.00 1,03 1,00 105 003
RE 0,95 Lva [ LE2C7 ) | FO.93 0,96 0,93 0489 o0z
0211 0,96 Lva ([ LB4 5] | FO93 0,96 0,93 089 0,00
0311 088 | LVO(LE4CE) | FOO3 0,96 0,93 0,99 002
0411 098 | LVO(LE4CO) | FOO3 0,96 0,95 0,99 0,00
0511 094 | LV@(LESCH) | FOS3 0,96 0,95 0,99 0.0z
0611 095 | LV@(LESCT )| FOS3 0,96 0,95 0,99 0,03
07 11 095 | LV@(LESCT )| FOS3 0,96 0,95 0,99 0,03
0511 092 |Lva(Lesc15)] FOAS 0,96 0,83 089 004
0911 0487 Lva(LEECE) | FOSS | 0885 0,85 04z 0,04
1011 0487 Lva(LEECE) | FOSS | 0885 0,85 04z 0,04
1111 0,91 Ve LBE R | FOAS | 0885 0,85 092 0,03
1211 092 | LVa(LEsCE) | FOBs| 0838 0,85 092 0,04
1511 092 |Lva(LEIC147| FOB5|  0&as 0,85 0592 0,04
1411 031 | Lva(LEIC14| FOGE5| 0&3ES 0,55 092 0,03
1511 095 | LV@(LEECE) | FOG5| 0835 0,55 092 0,05
1611 094 |Lva(LEaci14)] FOEs| 0585 0,85 0az 005
17 11 085 |Lva(Lroci7i| Foas 0,96 0,93 089 o0
15.11 096 | Lva(Lroci7i| Foas 0,96 0,93 089 0,00
1911 088 | Lva(L7oc19y] Foos 0,96 0,93 0,99 002
2011 100 | LvaL7oc1ay] Fogs 0,96 0,93 0,99 0,04
2111 102 | LvaiL7c22y] Fon 1,05 1,00 1,06 0,01
2211 Lvar L7 ¢:223] F1.00 1,05 1,00 1,05 1,03
23.11

Todaz unidades estdo em metro Diferenca Total 2.3
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Nos graficos das Figuras 4.18 e 4.19 sdo mostrados os padrdes resultados das
previsbGes através das linhas inferior e superior. Estas linhas representam os
limites inferior e superior da faixa de niveis do padrdo discretizado. E
apresentado também o valor médio do padrédo previsto através de linha
tracejada, o valor do nivel real medido no dia e linha que mostra a diferenca

entre o nivel médio da previséo e o nivel real do rio Paraguai.

Em ambos gréficos, a linha da diferenca encontra com a linha do valor médio
do padrdo porque no momento da finalizacdo deste trabalho, ndo havia sido

informado o valor real medido para o dia 22 de novembro.

45 Analise dos Resultados

O treinamento da rede BPNN mencionado por Li et al (1998) utilizaram entre 30
a 60 minutos para processar 274 valores médios mensais, dependendo da
estrutura da rede neural utilizada. Neste trabalho, foram processadas 39295
medidas de nivel do rio Paraguai a cada experimento completo desta
metodologia, conforme o diagrama da Figura 4.1, em que o tempo de
processamento variou de 1 minuto em redes com 10x10 neurbnios até 110
minutos em redes com 100x100 neurbnios, sendo a média de 15 minutos para
rede LVQ com 50x50 neurbnios. Observa-se que a comparacao através do
tempo de processamento € relativa, pois 0s ambientes computacionais Sao

diferentes.

Os experimentos no treinamento de redes LVQ de configuragdes diferentes
foram separados em 2 tipos distintos. O primeiro tipo foram os experimentos
que geraram previsdes de 7 periodos selecionados para comparar com 0S
resultados das previsdes realizadas por rede BPNN mencionados no artigo de
Li et al (1998). O segundo tipo de experimentos foram os realizados pelas

redes LVQ geradas pelo conjunto de medidas de 1900 até julho de 2007, para
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realizar previsdes de alguns dias de agosto de 2007. Os resultados e suas

andlises sdo apresentados a seguir.

4.5.1 Sobre resultados das previsdes utilizando 7 periodos

Os resultados para previsdo de um passo adiante apresentados na Tabela 4.8
e na Tabela 4.9, mostram que, das 301 redes LVQ de 7 periodos especificos
com 0% erros, 65% dos resultados foram obtidos pelas redes geradas na
configuracdo de 3 medidas para obter médias, isto € 196 redes. Desse total,
67 redes sdo da configuracdo de 4 entradas (22,26%), 63 de 8 entradas
(20,93%) e 65 da configuragcédo de 12 entradas (21,93%), ou seja, ndo existem
diferencas significativas na escolha da rede LVQ sobre a configuragdo do

numero de entradas.

Sobre o0 nimero de padrdes utilizados pelas redes na previsao de um passo, 0
melhor resultado foi obtido pela configuracdo de 10 padrbes com 4 entradas
(4,31%). Considerando que esses 10 padrdes tém uma diferenca que chega a
0,8m entre o limite inferior e o limite superior de cada padrdo, essa
configuracéo d& resultados sem muita precisdo. O segundo melhor resultado é
obtido por 50 padrdes com 12 entradas que tem 5,65% do total de redes com
erros 0% (17 de um total de 301). Essa configuracdo é mais interessante que a
anterior, pois 50 padrbes tém precisdo maior, isto €, cada padrdo representa
uma faixa de 0,13m, mais preciso que 0,8m para cada faixa dos 10 padrdes.
Em relacdo ao tamanho, as redes LVQ com 50x50 e 100x100 neurbnios
ficaram com 22,92% e 23,26% do total de resultados com erros 0%, isto é 69 e
70 redes LVQ respectivamente, de um total de 301 redes LVQ com erros 0%.
Novamente a diferenca € minima, e a pequena vantagem das redes 100x100 &
obtida na configuracdo com 10 padrdes. Ao desconsiderar todas as previsoes
com 10 padrbes, pelas respostas serem muito amplas, a situacdo entre as
redes de 50x50 e 100x100 se equivale plenamente (16,61% para ambas as

configuracdes).
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Para 1575 previsdes de um passo adiante utilizando redes LVQ gerados com 7
periodos diferentes e em diversas configuracfes, os melhores resultados com
erros 0% foram com redes geradas pelos parametros: 3 medidas por média, 12

entradas, 50 padrbes e tamanho 50x50.

Os resultados de previsdo de cada um dos 7 periodos, as Tabelas 4.10, 4.11,
4.12 e 4.13, indicam que a rede LVQ gerada pelas medidas de janeiro de 1900
até dezembro de 1947 forneceu o maior nimero de previsdes de um passo
com 0% de erro (123 previsdoes). Isto significa 7,81% do total de
processamentos (1575) e 40,86% das previsdes com erros 0% (301), sendo
que a configuracdo com melhor nimero de previsdes foi de 3 medidas para
média (73 redes), 4 entradas (67 redes), 10 padrdes discretizados (29 redes) e
tamanho 20x20 neurdnios (27 redes). Porém nesta configuragédo os resultados
sdo pouco precisos pelo padrdo utilizado. A segunda configuragdo, mais
adequada, € a que utiliza 20 padrbes (26 redes) e 30 padrdes (25 redes), com
preferéncia ao de 30 padrbes por permitir maior precisdo na previsdo. Em 30
padrdes, cada padrdo tem uma diferenca entre o nivel mais baixo e o mais alto
de 0,22m, enquanto em 20 padrdes, essa diferenca aumenta para 0,28m. Uma
opcao interessante pode ser a utilizacdo de 50 padrdes porque a variacdo entre
os 5 padrbes em relacdo a soma total de 123 redes com erros 0% desse
periodo é pequena, e a precisdo obtida é melhor que a perda em percentual de
redes com erros 0%. Por exemplo: para 10 padrbes: 23,58%; para 20 padrdes:
21,14%; 30 padrdes: 20,35%; para 50 padrdes: 18,70% e para 100 padrdes:
16,26%.

Os piores resultados foram das redes dos periodos de janeiro de 1900 até

setembro de 1930 e de abril de 1983 até fevereiro de 1995, em ambos

obtiveram resultados erro 0% em apenas 8 redes, sendo 4 para cada periodo.
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Pela discrepancia dos resultados, identificou-se que o nimero de medidas foi
importante para um treinamento eficaz, como ficou demonstrado nas tabelas

acima, isto &, a quantidade de informagdes historicas.

Porém, mesmo para um conjunto grande de medidas, houve resultados de
previsao insatisfatorios, pois os “alvos” ou dias a serem previstos escolhidos
apresentaram resultados altos ja na apresentacdo do artigo. Esses resultados
podem advir da inexisténcia de situacdes historicas semelhantes e por isso nédo
houve o aprendizado necessario pela rede, impossibilitando uma previsdo com
maior qualidade para esses “alvos”. Nesse caso, a rede identifica a situacao

mais semelhante, que geralmente resulta em uma previséo incorreta.

Uma observacédo deve ser feita para explicar que os treinamentos das redes
LVQ foram realizados utilizando as medidas dos periodos selecionados,
desconsiderando qualquer influéncia alheia as medidas de nivel do rio. Isto
significa que foram utilizadas somente as medidas de nivel do rio Paraguai,
pré-processadas, sem outras informa¢des ambientais como as geoldgicas e

climatoldgicas entre outros.

Os resultados da Tabela 4.14 demonstram a possibilidade e a capacidade
desta metodologia de realizar previsées, com resultados satisfatorios. Em 14
das 28 previsbes da tabela, obteve resultados 0% de erros, e mais outras 3
previsdes ficaram abaixo de 17% de erros, totalizando 17 previsdes abaixo de
17%. Isso significa que 60,71% dos resultados foram satisfatérios.

4.5.2 Sobre resultados das previsdes dos dias de agosto.

Dos processamentos de previsdo de 1 passo adiante utilizando redes LVQ
geradas pelo treinamento com o conjunto total de medidas (desde 1900 até 31
de julho de 2007) obtivemos valores apresentados nas Tabelas 4.15, 4.16,
4.17, 4.18, 4.19 e 4.20. O total de redes LVQ com resultado 0% erros somou

135



46 redes, de um total de 225 redes para os processamentos de previsao,
correspondendo a 20,44% de redes com 0% de erro. Pela Tabela 4.16
percebe-se um desempenho melhor das redes LVQ com configuracdo de 30
medidas por média (54,35%) em relacdo ao de 3 medidas por média (45,65%
sobre as 46 redes com 0% erros), principalmente porgue nessa configuracéo
sdo computados os resultados das previsdes feitas por redes que utilizaram 10
padrdes.

Para esses processamentos para previsdo de um passo adiante, observa-se
gue os melhores resultados de 0% erros foram obtidos com as redes LVQ
geradas por 30 medidas para média (Tabela 4.17), 4 elementos por entrada
(Tabela 4.18), 20 padrdes discretizados (Tabela 4.19) e 100x100 neurdnios
(Tabela 4.20). Notamos que o numero de 20 padrbes discretizados forneceu
maior quantidade de redes LVQ com 0% erros, com 54,35% em relacdo ao
total de 46 redes de 0% e 55,56% em relacéo ao total de 45 redes LVQ com 20
padrdes. Por esses numeros a escolha tende a ser 20 padrdes, porém com 100
padrbes discretizados todas as 45 redes LVQ desse padrdo forneceram
previsdes com erros entre 0% e 17%, portanto ainda aceitavel pela melhor
precisao que as previsoes de 20 padrbes podem fornecer.

Os processamentos de previsdo para 21 passos adiante utilizando essas
mesmas redes LVQ, pelo volume de resultados, permitem uma visdo melhor do
comportamento dessa metodologia. Esses resultados sdo apresentados
resumidamente na Tabela 4.21 e na Tabela 4.22, que contemplam 490
previsdes com erro 0%, do total de 4725 processamentos. Como nha previsao
de um passo adiante, os resultados confirmaram que as configuracdes de
redes LVQ com 30 medidas para média fornecem respostas mais numerosas,
isto € 52,86% contra 47,14% dos resultados para 3 medidas para média.

Dentre essa configuracdo de 30 medidas para média, as redes com 4

elementos por entrada forneceram melhores resultados porque além de ter o
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maior numero de redes com 0% de erro, poucas foram gerados por 10 padrées
(3,88%). Isto indica previsbes mais precisas, com maior qualidade. Ao
desconsiderar todos os resultados de 10 padrdes discretizados, os resultados
percentuais das redes com 30 medidas para média e 4 elementos por entrada
passa de 16,53% para 12,65%, enquanto para 8 entradas os resultados
alteram-se de 18,78% a 8,16% e com 12 elementos por entrada, passam de
17,55% para 10,20%. Essas diferengas indicam a influéncia dos resultados de

10 padrdes.

E é também das redes de 30 medidas, 4 elementos por entrada e 30 padrées
discretizados, que tem os resultados de erro 0% mais numerosos, seguido de
30 medidas, 8 elementos por entrada e 20 padrbes discretizados, sempre sem

considerar os resultados de redes com 10 padrdes.

Sobre o tamanho das redes LVQ desses processamentos, a Tabela 4.22 indica
que 100x100 neurbnios tem os resultados com 0% de erros mais quantitativos
(11,84%), enquanto 30x30 tem 10,00%. Novamente ignorando os resultados
para 10 padrdes, temos entdo as redes de 30x30 com 7,96% das previsdes
com 0% de erros. Essa situacdo é mais condizente ao apresentado em toda a
Tabela 4.22, pois a configuracdo 30x30 apresenta maiores quantidades de

previsdes com 0% de erros.

A andlise dos resultados da Tabela 4.23 até a Tabela 4.26, permite confirmar
as consideracOes realizadas para a Tabela 4.21 e Tabela 4.22, pois séo
apresentados os resultados percentuais de todas as 4725 previsdes realizadas,
desde 1 passo adiante até 21 passos adiante. Por exemplo, confirma-se que
para erros 0%, as redes LVQ geradas com 30 medidas para média ddo os
melhores resultados, e também redes com 4 elementos por entrada. E o
mesmo ocorre com redes de 100x100 neurdnios. Sobre o numero de padrdes,
a configuracdo de 20 padrbes forneceu resultados melhores (34,90% das 490

previsdes) que os de 30 padrdes com 30 medidas para média e 4 elementos
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por entrada, sugerido pelas Tabelas 4.21 e 4.22. Porém esse resultado refere-
se a todas as previsdes (4725), sem especificar uma determinada configuracéo
de numero de medidas para média, niumero de elementos por entrada e
namero de padrdes utilizados. Por isso, é mais plausivel a utilizacdo da
configuracdo sugerida anteriormente, que é 30 medidas para média, 4

elementos por entrada e 30 padrdes.

De todos os processamentos de previsdo realizados foram selecionadas
algumas redes utilizadas para previsdo de 23 dias, 1 passo adiante por vez,
com as referéncias utilizadas obtidas das medidas reais, isto é, cada previséo
foi processada para o dia seguinte. Nas Figuras 4.2, 4.3 e 4.4 observamos
resultados em que a linha que representa os valores reais aparece entre as
linhas dos limites inferior e superior dos padrdes previstos pelos
processamentos, indicando previsdes corretas. As Tabelas 4.28, 4.29 e 4.30
demonstram os valores utilizados para gerar os graficos das Figuras 4.2, 4.3 e
4.4, em que 0s processamentos dessas previsdes utilizaram redes LVQ
geradas por 3 medidas para célculo de média. E uma indicacdo de que os

treinamentos das redes foram adequados.

Como os resultados mostraram-se satisfatorios, outras previsdes foram
realizadas com configuracfes de redes LVQ mais detalhistas, isto é, maior
namero de padrdes, maior nimero de neurdnios e também maior nimero de
elementos por entrada. Esses processamentos sdo representados pelas
Figuras 4.5 até 4.8 e pelos seus dados, das Tabelas 4.31 até 4.34.

Notamos que quanto maiores sdo 0s numeros de padrdes utilizados mais
preciso serdo as previsdes. O mesmo ocorre com 0S humeros de neurdnios ou

tamanho das redes LVQ e com os numeros de elementos por entrada.

Sobre a quantidade de medidas utilizadas para o célculo de média que compbe
cada elemento da entrada, a precisdo e o numero de acertos (erros 0%) séo

afetados pelo aumento desse numero. A Figura 4.7 mostra os resultados da

138



previsdo gerados pela rede LVQ de tamanho 100x100 neurénios, 8 pesos por
neurbnio e 100 padrbes discretizados, treinada por dados reduzidos de 3
medidas por média. Esta rede obteve um dos menores valores de desvio
padrdo (0,0388), valor da variancia (0,0015086) e valor de Erro padréo da
média (0,0072). Valores menores e melhores ocorreram com a rede LVQ de
30x30 neurdnios, 4 pesos por neurdnio e 100 padrdes discretizados, treinada
por dados reduzidos de 3 medidas para calculo da média. Porém nao pode ser
considerada a indicada por ser uma rede menor (30x30 neurdnios). Uma rede
LVQ de tamanho reduzido, ao atualizado por novos treinamentos, podera gerar
alguma generalizagcdo por n&o ter neurdnios suficientes que reconhegcam
melhor as caracteristicas destes treinamentos. Por isso, a rede LVQ
lvg_a3_d8 m100100_F100 pode classificar melhor, e realizar previsbes com

resultados mais proximos aos niveis reais.

As Figuras 4.9 e 4.10 sao imagens da rede LVQ 100x100 neurdnios, de 3
medidas para meédia, 12 entradas e 100 padrbes, com cores por padrdo
discretizado e por soma de valores peso de cada neurbnio. As Figuras 4.12 e
4.13 sédo imagens da rede LVQ 100x100 neurdnios de 3 medidas para média, 8
entradas e 100 padrdes, com cores por padrao discretizado e por soma de
valores peso de cada neurdnio. E as Figuras 4.15 e 4.16 sdo imagens da rede
LVQ 30x30 neurdnios, de 3 medidas para média, 8 entradas e 100 padrdes,
com cores por padrdo discretizado e por soma de valores peso de cada

neurdnio, respectivamente.

Todas essas figuras apresentam regides com padrdes de niveis semelhantes,
que acompanham os valores peso dos neurbnios. Visualmente fica facil a
interpretacdo do resultado da previsdo. Por exemplo, a previsdo para 29 de
agosto de 2007 processada pela rede LVQ 30x30 (da Figura 4.15 e da Figura
4.16), foi padrdo F3.34, neurdnio L3:C28, isto &, linha 3 e coluna 28. No mapa
da rede (Figuras 4.15 e 4.16) localizamos esse neurdnio no quadrante superior

direito, em uma regido com predominancia da cor verde, com niveis entre 3,34
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até 3,41m. E uma regido mais proxima do azul, de niveis de rio mais alto e
ainda distante da regido em vermelho, com niveis baixos. As Figuras 4.11, 4.14
e 4.17, sao as representacdes dos valores peso dos neurdnios que resultaram
nas previsoes. Através delas se podem visualizar as caracteristicas dos
padrées previstos, e possivelmente, de como os valores anteriores

influenciaram nos resultados das previsoes.

4.6 Conclusdes dos resultados obtidos

As redes LVQ geradas pela média de 30 dias (mensal), apresentaram
resultados insatisfatérios. Isso porque a redugdo do numero de medidas
através de médias provocou perda de valores para uma previsao eficaz,
indicando o compromisso entre a precisao da previsao e a reducédo dos dados

utilizados.

A utilizacdo de um numero pequeno de padrbes (10 faixas) mostrou muitas
previsdes dentro dos limites desses padrdes, mas como esses limites séo
muito amplos, ficam comprometidas as praticidades dos resultados desses

valores.

Redes LVQ com tamanho 10x10 neurdnios nao foram considerados neste
trabalho por ndo representar corretamente os padrdes que existem no conjunto
de medidas de nivel do rio, apesar de terem sido processadas e exibidas nas
tabelas e graficos. Esta op¢do foi motivada porque a representatividade fica
comprometida em uma rede LVQ pequena.

Os melhores resultados foram obtidos nos processamentos com meédia de 3
medidas, 4 ou 8 pesos por neurdnio, tamanho de rede com 30x30 ou 50x50
neurdnios e 50 padrdes de nivel de rio, considerando o conjunto de todos os
experimentos. Observa-se que 0s processamentos mais recentes foram feitos

utilizando rede LVQ de 100x100 neurénios e 100 padrdes discretizados, com 8

140



pesos por neurbnio, € mostrou bons resultados conforme pode ser observado
nas Figuras 4.18 e 4.19.

Os tamanhos das redes LVQ geradas tiveram influéncia no resultado, porém
ndo foram garantia de qualidade da previsdo. Mas permitiram uma

aprendizagem melhor quando houve mais dados para os treinamentos.

A preciséao foi obtida pelo numero de padrdes discretizados e pela qualidade e

quantidade de informacdes utilizados no treinamento das redes LVQ.
Portanto, com uma série temporal com qualidade e em boa quantidade, foi

possivel obter previsdes do nivel do rio em um passo adiante ou mais, através

desta metodologia que utilizou rede neural artificial de tipo LVQ.
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5 CONCLUSOES E TRABALHOS FUTUROS

Neste Capitulo sdo apresentadas as conclusfes obtidas neste trabalho e

também os possiveis trabalhos futuros para o prosseguimento desta iniciativa.

5.1 Conclusodes

Os resultados das previsdes processadas dos 7 periodos foram positivos em
comparacado aos obtidos no artigo de Li et al (1998), pois as previsdes
apresentaram em varias ocasifes valores de erros relativos menores, inclusive

com erros 0%.

As previsfes para agosto de 2007 mostraram uma qualidade boa nos
resultados, por apresentar os valores previstos em 100 padrdes discretizados,
pois cada padrdo representa, 0,07m de faixa de nivel do rio. O desvio padrdo
de 0,0316 desses resultados (Tabela 4.31) significa menor dispersao dos
valores, portanto, resultados mais proximos das medidas reais. Nos
experimentos foram constatados que a quantidade de informacgfes utilizadas
para os treinamentos da rede LVQ tem influéncia na qualidade das previsfes, e
gue na impossibilidade dessa quantidade, pode-se recorrer em utilizar um
namero menor de padrbes discretizados de nivel de rio, 10 padrdes por

exemplo.

O parametro numero de padrées discretizados influencia a precisdo da
previsdo como pode ser observado nos gréaficos do Capitulo 4, e sua utilizacédo
em quantidade baixa é justificavel diante de alguma deficiéncia nos dados,
como por exemplo, a pouca quantidade de medidas. Portanto quanto menor o
namero de padrbes discretizados, maiores acertos por generalizar cada
resultado e menor precisdo. Recomenda-se entdo, utilizar um nudmero

intermediério, entre 30 a 50 padrdes discretizados.
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Na preparacdo dos dados para treinar a rede LVQ, é importante observar que
se utilizar algum tipo de reducéo dos dados originais de forma acentuada,
como exemplo uma reducdo anual, corre-se o risco de ocultar eventos
especificos e/ou caracteristicos, isto €, que caracterizam algum periodo da

série temporal. Portanto pode-se reduzir, porém, com cuidados e estudos.

A possibilidade de gerar previsdes a médio e longo prazo permite servir como
alerta para situacfes em que as autoridades civis necessitem tomar medidas

preventivas, antes que se tornem corretivas.

A metodologia propde utilizar as medidas do nivel do rio, anotadas e
armazenadas periodicamente, processar este conjunto de medidas para extrair
padrdes de entrada para o treinamento da rede LVQ, e efetuar as previsdes do
nivel a partir de medidas existentes.

A vantagem principal da metodologia apresentada neste trabalho é a
possibilidade de implementacdo de um sistema computacional simples, que
utiliza uma unica fonte de dados da qual é possivel se extrair informacdes de

comportamento do rio.

Também, o uso do algoritmo LVQ permite uma calibracdo extremamente facil

do sistema quando novas situagdes surgirem.

Assim, a contribuicdo principal deste trabalho é o desenvolvimento de uma
metodologia para o desenvolvimento de um sistema previsor baseado em
modelo de rede neural artificial, que apresenta a capacidade de visualizacao de
padrdes para andlises qualitativas e quantitativas.
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5.2 Trabalhos Futuros

Sugere-se estudar a aplicagdo desta metodologia em outros campos do
conhecimento, que processem algum tipo de fluxo ou movimentacdo. A
metodologia utiliza medidas histéricas, obtidas regularmente, para treinar uma

rede LVQ que pode ser usada para previsdo de medidas futuras.

Por exemplo, no controle/administracdo do trafego de pessoas como em
(Lopes, 2003), (Souza, 2005), (Portal, 2007), (Sztrajtman, 2007) ou pode ser
utilizado como em (Hallenbeck e Weinblatt, 2004) e (Capo, 2005) para auxiliar
a administracdo do trafego de veiculos ou de cargas. Em resumo, € possivel
obter medidas histéricas, como quantidade de pessoas em transito, unidades
de veiculos em movimento ou ainda, a quantidade de carga movimentada em
algum ponto de medicdo, obtidas sistematicamente para treinar redes LVQ e

usar essas medidas para previsdes de comportamento futuro.

Também pode ser estudada a utilizacdo da metodologia em aplicacbes que
necessitem de respostas para previsdes mais curtas, de dias para horas ou
minutos, através da utilizagdo de medidas obtidas em intervalos mais curtos no

treinamento da rede LVQ.
Tornar essa metodologia em uma aplicacdo que tenha maior interacdo e

interface mais amigavel aos usuarios pode ser considerado como extensdo ao

presente trabalho.
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